
 0 

 
 

Aus dem Zentrum für Neurologie und Psychiatrie der Universität zu Köln 
Klinik und Poliklinik für Neurologie 

Direktor: Universitätsprofessor Dr. med. G. R. Fink 
 
 
 
 
 
 
 
 
 

Prognostische Modellierung und Klassifikation 
neurologischen Outcomes nach Herz-Kreislauf-

Stillstand mittels maschinellen Lernens von 
zerebralen Computertomographien 

 
 
 
 

 

 

 
Inaugural-Dissertation zur Erlangung der Doktorwürde 

der Medizinischen Fakultät 
der Universität zu Köln 

 
 
 
 
 
 
 
 

vorgelegt von 
Maximilian Hubert Theodor Schmieschek 

aus Köln 
 
 
 
 
 
 
 
 

promoviert am 23. September 2025 
 



 1 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Gedruckt mit Genehmigung der Medizinischen Fakultät der Universität zu Köln (2026). 
 



 2 

 
Dekan:   Universitätsprofessor Dr. med. G. R. Fink 
 
1. Gutachter:  Universitätsprofessor Dr. med. Ö. A. Onur 
2. Gutachter:  Professor Dr. med. C. Dohmen 
 
 
 
Erklärung 
 
Ich erkläre hiermit, dass ich die vorliegende Dissertationsschrift ohne unzulässige Hilfe Dritter 
und ohne Benutzung anderer als der angegebenen Hilfsmittel angefertigt habe; die aus 
fremden Quellen direkt oder indirekt übernommenen Gedanken sind als solche kenntlich 
gemacht. 
 
Bei der Auswahl und Auswertung des Materials sowie bei der Herstellung des Manuskriptes 
habe ich Unterstützungsleistungen von folgenden Personen erhalten: 
Univ.-Prof. Dr. med. Oezguer A. Onur, Univ.-Prof. Dr. med. Gereon R. Fink, 
Prof. Dr. med. Clemens Warnke, Dr. med. Hannes Gramespacher, Dr. med. Nils Richter, 
Dr. med. Julian Dronse, Univ.-Prof. Dr. med. Stephan Baldus, 
Priv.-Doz. Dr. med. Christoph Adler, Prof. Dr. med. Stefan Bittner, 
Univ. Prof. Dr. med. Marc Schlamann, Dr. med. Carsten Gietzen, Dr. med. Charlotte Zaeske 
 
Weitere Personen waren an der Erstellung der vorliegenden Arbeit nicht beteiligt. 
Insbesondere habe ich nicht die Hilfe einer Promotionsberaterin/eines Promotionsberaters in 
Anspruch genommen. Dritte haben von mir weder unmittelbar noch mittelbar geldwerte 
Leistungen für Arbeiten erhalten, die im Zusammenhang mit dem Inhalt der vorgelegten 
Dissertationsschrift stehen.  
 
Die Dissertationsschrift wurde von mir bisher weder im Inland noch im Ausland in gleicher oder 
ähnlicher Form einer anderen Prüfungsbehörde vorgelegt. 
 
Die Aufbereitung der bildmorphologischen Datensätze zu dem manuellen Rating, sowie die. 
Verblindung, erfolgte durch Maximilian H.T. Schmieschek. Dr. med. Hannes Gramespacher 
und Maximilian H.T. Schmieschek trugen die vorhandenen klinischen Daten zusammen und 
harmonisierten diese für darauffolgende Analysen. Die Auswertung der Daten, inklusive der 
Vorverarbeitung, Extraktion der Features, die Modellierung des statistischen 
Vorhersagemodells samt der hierfür erforderlichen Python und Matlab Skripte, wurde von 
Maximilian H.T. Schmieschek durchgeführt. Die Interpretation der Ergebnisse erfolgte durch 
Univ.-Prof. Dr. med. Oezguer A. Onur, Dr. med. Hannes Gramespacher und Maximilian H.T. 
Schmieschek unter Beratung von Univ.-Prof. Dr. med. Gereon Fink. Die Verfassung des 
Manuskripts sowie das Anfertigen der Tabellen und Grafiken wurden mit der Unterstützung 
von Dr. med. Hannes Gramespacher durch Maximilian H. T. Schmieschek ausgeführt. 
Korrekturen und Verbesserungsvorschläge erfolgten durch Univ.-Prof. Dr. med. Oezguer A. 
Onur, Univ.-Prof. Dr. med. Gereon R. Fink, Prof. Dr. med. Clemens Warnke, Dr. med. Hannes 
Gramespacher, Dr. med. Nils Richter, Dr. med. Julian Dronse, Univ.-Prof. Dr. med. Stephan 
Baldus, Priv.-Doz. Dr. med. Christoph Adler, Prof. Dr. med. Stefan Bittner, Univ. Prof. Dr. med. 
Marc Schlamann, Dr. med. Carsten Gietzen, Dr. med. Charlotte Zaeske. 

 
Die Erstellung des Studienkonzeptes erfolgte durch Univ.-Prof. Dr. med. Oezguer A. Onur, 
Univ.-Prof. Dr. med. Gereon Fink, Prof. Dr. med. Clemens Warnke, Priv.-Doz. Dr. med. 
Christoph Adler, Dr. med. Julian Dronse, Dr. med. Nils Richter, Dr. med. Hannes 
Gramespacher und Maximilian H.T. Schmieschek. 

 



 3 

Die dieser Arbeit zugrunde liegenden interdisziplinären Datensätze wurden in folgenden 
Kliniken der Uniklinik Köln erhoben: Klinik III für Innere Medizin - Allgemeine und 
interventionelle Kardiologie, Elektrophysiologie, Angiologie, Pneumologie und internistische 
Intensivmedizin, Institut für Diagnostische und Interventionelle Radiologie und der Klinik und 
Poliklinik für Neurologie. 

Die notfallmedizinische Versorgung der Patienten erfolgte in der Klinik III für Innere Medizin 
(Kardiologie) unter Leitung von Univ.-Prof. Dr. med. Stephan Baldus. Die Durchführung der 
Studie, die Rekrutierung der Patienten, die Untersuchung der Patienten, das Asservieren von 
Bioproben, die Datenerfassung und -dokumentation, der Aufbau und die Pflege der Datenbank 
erfolgte unter Leitung von Univ.-Prof. Dr. med. Stephan Baldus und Priv.-Doz. Dr. med. 
Christoph Adler. Klinische Daten zur neurologischen Prognoseeinschätzung wurden in einigen 
Fällen nacherfasst und bewertet durch Dr. Hannes Gramespacher und Maximilian H. T. 
Schmieschek. Die bildgebenden Verfahren wurden durch Univ.-Prof. Dr. med. Marc 
Schlamann ermöglicht. Die in dieser Arbeit zum Vergleich herangezogenen Messergebnisse 
von Neurofilament Light Chain (NfL) und Neuron-Specific Enolase (NSE) wurden im Labor der 
Klinik und Poliklinik für Neurologie an der Universitätsmedizin der Johannes-Gutenberg-
Universität Mainz von Herrn Prof. Dr. med. Stefan Bittner erhoben. Die Organisation und 
Verarbeitung der Proben erfolgten unter der Leitung von Prof. Dr. med. Clemens Warnke und 
Prof. Dr. med. Özgür Onur. Die Ermittlung der Gray-White Matter Ratio (GWR) wurde 
verblindet durch Dr. med. Carsten Gietzen und Dr. med. Charlotte Zaeske vorgenommen. 

 

Erklärung zur guten wissenschaftlichen Praxis 
 
Ich erkläre hiermit, dass ich die Ordnung zur Sicherung guter wissenschaftlicher Praxis und 
zum Umgang mit wissenschaftlichem Fehlverhalten (Amtliche Mitteilung der Universität zu 
Köln AM 132/2020) der Universität zu Köln gelesen habe und verpflichte mich hiermit, die dort 
genannten Vorgaben bei allen wissenschaftlichen Tätigkeiten zu beachten und umzusetzen. 
 
Köln, den 20.03.2025     (M. H. T. Schmieschek) 
 



 5 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

„The world around us is of baffling complexity and the most obvious fact about it is that we 

cannot predict the future.“ – Wigner, 19601 

 

 

 

 

 

 

 



 6 

Inhaltsverzeichnis 

ABKÜRZUNGSVERZEICHNIS 7 

1. ZUSAMMENFASSUNG 8 

2. EINLEITUNG 9 

2.1. Architekturen von Vorhersagemodellen – eine kurze Einführung 9 
2.1.1. Lineare Regression 9 
2.1.2. Logistische Regression 10 
2.1.3. Regularisierungen 10 

2.2. Leistungsmaße und Kreuzvalidierung 11 

2.3. Angewandtes Modell zur Vorhersage des neurologischen Outcomes nach Herzstillstand 
außerhalb des Krankenhauses 15 

2.3.1. Studienziel und Forschungsfrage 15 
2.3.2. Featureextraktion - Nutzung computertomographischer Daten 16 
2.3.3. Erfassung der Zielgröße nach Herzkreislaufstillstand 16 
2.3.4. Angewandtes Vorhersagemodell und Leistungsmaß 17 

3. PUBLIKATION 20 

4. DISKUSSION 57 

4.1. Einordnung des prognostischen Wertes des bildbasierten Vorhersagemodells 57 

4.2. Featurewichtung und Rückschlüsse auf die Vulnerabilität des Gehirns 58 

4.3. Limitationen und Ausblick 59 

4.4. Schlussfolgerung 61 

5. LITERATURVERZEICHNIS 62 

6. ANHANG 65 

6.1. Tabellenverzeichnis 65 
 



 7 

Abkürzungsverzeichnis 
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MAE: Mittlere absolute Abweichung 
MRT: Magnetresonanztomographie 
MSE: Mittlere quadratische Abweichung 
NSE: Neuronenspezifische Enolase 
NPV: Negative Predictive Value (negativer Vorhersagewert) 
NfL: Neurofilament Light Chain 
OHCA: Out-of-Hospital Cardiac Arrest (Herz-Kreislauf-Stillstand außerhalb des 

Krankenhauses) 
OLS: Ordinary Least Squares 
PPV: Positive Predictive Value (positiver Vorhersagewert) 
PR: Precision-Recall (Kurve bzw. Analyse) 
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ROC-AUC: Area Under the Curve der ROC (Flächenwert unter der ROC-Kurve) 
ROI: Region of Interest (definierter, räumlicher Bereich in Bilddaten) 
SPM: Statistical Parametric Mapping 
TNR: True Negative Rate (Spezifität) 
TP: True Positive (richtig positiv) 
TPR: True Positive Rate (Sensitivität/Recall) 
TN: True Negative (richtig negativ) 
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1. Zusammenfassung 
Die Arbeit bietet einen Überblick über die grundlegenden methodischen Bausteine von 

Vorhersagemodellen, basierend auf klassischen statistischen Verfahren wie der linearen und 

logistischen Regression. Dabei werden im Folgenden Regularisierungsmethoden beschrieben 

und die Eigenschaften, die Auswahl und die Interpretation geeigneter Leistungsmaße 

diskutiert, die beim Training, bei der Leistungsbewertung und beim Vergleich von 

Vorhersagemodellen eine zentrale Rolle spielen. Bei den zuvor genannten Aspekten werden 

sowohl theoretische Hintergründe als auch praktische Herausforderungen und Limitationen 

beleuchtet. 

Diese Grundlagen werden am Beispiel der veröffentlichten Arbeit zur Vorhersage des 

neurologischen Outcomes nach einem Herz-Kreislauf-Stillstand außerhalb des 

Krankenhauses mittels kontextspezifischer Designentscheidungen praktisch angewandt.  

Die hierbei verwendeten bildbasierten Features basieren auf einem neuartigen, der MRT-

Bildgebung entlehnten, Verfahren der Gewebssegmentierung von klinischen kranialen 

Computertomographien. Hierbei werden durch individuelle Abweichungen in der 

Segmentierung der Gewebsklassen subtile, hypoxiebedingte Veränderungen im Gehirn als 

Features extrahiert. Das auf diesen bildgebenden Features beruhende Vorhersagemodell 

prognostiziert auf einem dem Training vorenthaltenen Testdatensatz den neurologischen 

Outcome besser als herkömmliche manuell erhobene radiologische Kennwerte, wie etwa die 

klinisch etablierte Gray-White-Matter-Ratio. Zudem zeigt die Arbeit, dass das 

Vorhersagemodell bereits zu einem frühen klinischen Zeitpunkt nach Herz-Kreislauf-Stillstand 

bessere Prognosen als etablierte laborchemische Biomarker (Neurofilament Light Chain, NfL 

oder Neuronenspezifische Enolase, NSE) liefert. Diese Überlegenheit des bildbasierten 

Vorhersagemodells gilt nach einem und zwei Tagen nach Herzkreislaufstillstand gegenüber 

den laborchemischen Biomarkern nicht mehr. 

Insgesamt legt die Arbeit dar, wie ein fundierter methodischer Unterbau, eine neuartige 

Nutzung von klinisch routinemäßig erhobener kraniellen Bildgebung in einem 

Vorhersagemodell durch maschinelles Lernen und geeignete Wahl von Leistungsmaßen, den 

Weg zu gut interpretierbaren, verlässlichen und klinisch relevanten Vorhersagen ebnet. 

Gleichzeitig werden Limitationen, wie nötige weitere Validierung mittels multizentrischer, 

prospektiver Erhebungen und Nutzung kombinierter Modalitäten, beleuchtet, um die 

Vorhersagemodelle weiter zu optimieren und langfristig in die klinische Routine integrieren zu 

können. 
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2. Einleitung 
Im Folgenden wird ein Überblick über klassischen statistischen Verfahren wie der linearen und 

der logistischen Regression, über Regularisierungsverfahren, Evaluationskriterien und 

Optimierungsstrategien gegeben. Dies stellt den methodischen Grundstein für fundierte, 

robuste und interpretierbare Vorhersagemodelle in verschiedensten Anwendungsbereichen 

dar. 

2.1. Architekturen von Vorhersagemodellen – eine kurze Einführung 

2.1.1. Lineare Regression 
Lineare Regressionsmodelle zählen seit Jahrzehnten zu den zentralen Verfahren in der 

statistischen Datenanalyse und haben sich insbesondere im Bereich der Vorhersage 

kontinuierlicher Daten als robuste, nachvollziehbare und vergleichsweise einfach zu 

interpretierende Modelle etabliert. Mitunter sind lineare Regressionsmodelle leistungsfähiger 

als komplexere nichtlineare Modelle, insbesondere bei begrenzter Datensatzgröße, im Falle 

von unterliegenden linearen Zusammenhängen und bei Signalen mit hohem Signal-zu-

Rauschen-Verhältnis. Grundlegend beruhen einfache und multiple lineare 

Regressionsmodelle auf der Annahme, dass sich zu prognostizierenden Werten einer 

abhängigen Variablen (!) durch eine lineare Kombination gewichteter (") unabhängiger 

Variablen (#) mit einer meist unabhängigen normalverteilten Abweichung ($) abbilden lassen. 

Die unabhängigen Variablen (#) werden im Feld des maschinellen Lernens und auch im 

Weiteren als Features bezeichnet. Folgend die allgemeine Formulierung eines linearen 

Regressionsmodells in der Matrixschreibweise2 : 

! = #" + $ 

Die Modellparameter (") sind so angepasst, dass die beobachteten Zusammenhänge 

bestmöglich approximiert werden. D.h. das Modell wird klassischerweise durch die 

Minimierung der Summe der quadrierten Abweichungen zwischen den vorhergesagten und 

den tatsächlich beobachteten Werten bezüglich der Wichtungen ("') optimiert (Ordinary Least 

Squares, OLS)2 :  

"' = (#!#)"##!! 
Bei diesem simplen Vorgehen bieten lineare Regressionsmodelle sowohl ein klares 

theoretisches Fundament als auch ein starkes Interpretationspotenzial, da die Wichtungen (") 

den Einfluss des jeweiligen Features auf die Vorhersage ausdrücken. Zudem können durch 

gezielte Transformationen der Features (#) vorab teils weiterführende komplexe und auch 

nichtlineare Zusammenhänge betrachtet werden. Damit eignen sich lineare 

Regressionsmodelle als Ausgangspunkt für Vorhersagen in unterschiedlichsten Disziplinen, 

von der Wirtschaft bis hin zur Medizin. Sie bilden den methodischen Grundstein, auf dem 

weiterführende, nichtlineare oder maschinelle Lernverfahren aufbauen. 
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2.1.2. Logistische Regression 
Logistische Regressionsmodelle gehören zu den grundlegenden Verfahren in der statistischen 

Modellierung und Vorhersageanalyse, insbesondere dann, wenn die abhängigen Variablen 

von nominal- oder ordinalskalierter Natur sind. Anders als bei linearen Regressionsansätzen, 

bei denen das Ziel darin besteht, einen stetigen Zielwert möglichst präzise zu schätzen, liegt 

der Fokus bei logistischen Modellen auf der Modellierung der Wahrscheinlichkeit, dass ein 

bestimmtes Ereignis eintritt. Hierbei wird der Zusammenhang zwischen einer oder mehreren 

unabhängigen Variablen und der Eintrittswahrscheinlichkeit eines Outcomes durch eine 

nichtlineare Funktion abgebildet. Dieser Ansatz ermöglicht es, komplexe Zusammenhänge 

adäquat zu erfassen und sicherzustellen, dass die geschätzten Wahrscheinlichkeiten stets im 

Intervall zwischen 0 und 1 liegen. In Anlehnung an P. F. Verhulst Veröffentlichung von 18383 : 
*+
*, ≃ .+ 

⇒ +(0 = 1|,) = 1
1 + 3"(∑ &!'!)"

!#$
|,) = 1 

Der Einfluss einzelner Features (4) auf die Vorhersage +(0 = 1|,) kann, analog zur linearen 

Regression, mittels der Wichtungen (5) ermittelt werden. Dank dieser klaren Interpretierbarkeit 

der logistischen Regression und dem ausgereiften methodischen Fundament, das auf 

Maximum-Likelihood-Schätzungen basiert, ist sie in einer Vielzahl von Disziplinen 

weitverbreitet. Beispiele hierfür reichen von medizinischen Diagnosen, bei denen vorhergesagt 

wird, ob ein Patient an einer bestimmten Krankheit erkrankt, über Kreditrisikobewertungen in 

den Wirtschaftswissenschaften, bis hin zu Klassifizierungsproblemen in der industriellen 

Qualitätssicherung. Durch Erweiterungen wie multikategoriale logistische Modelle oder 

gemischte logistische Modelle kann die Anwendung zudem auf komplexere Szenarien 

ausgedehnt werden. Damit bildet die logistische Regression einen wesentlichen Baustein im 

Spektrum prognostisch relevanter statistischer und ökonometrischer Methoden. 

2.1.3. Regularisierungen 
Regularisierungsverfahren spielen eine zentrale Rolle bei der Entwicklung von robusten und 

verallgemeinerungsfähigen statistischen und maschinellen Lernmodellen. Sie zielen darauf 

ab, die Anzahl der Features zu kontrollieren und damit die Komplexität eines Modells zu 

vereinfachen. Dies trägt insbesondere zur Lösung multikollinearitätsbedingter Probleme bei, 

da stark korrelierte Features reguliert und numerische Instabilitäten reduziert werden. Zudem 

entstehen dadurch Modelle, die durch die Reduktion der Features einfacher und klarer 

interpretierbar sind. Ferner wird dadurch eine mögliche Überanpassung (Overfitting) an die 

vorhandenen Trainingsdaten vermieden und die Generalisierbarkeit des Modells, im Sinne der 

sinnvollen Vorhersageleistung neuer ungesehenen Daten, gestärkt. Zu den gängigen Formen 

der Regularisierung zählen vor allem die L1- und L2-Regularisierung.  



 11 

Die L1-Regularisierung, auch als LASSO (least absolute shrinkage and selection operator) 

bezeichnet, führt durch ihren absoluten Strafterm nicht nur zu einer Verkleinerung der 

Koeffizienten, sondern kann diese auch exakt auf null setzen. Dadurch eignet sich die L1-

Regularisierung besonders gut für die Merkmalsselektion, da irrelevante oder kaum 

beitragende Features effektiv aus dem Modell entfernt werden.4  

"' = 6789:;
*
(‖! − #"‖+ + >‖"‖) 

Die L2-Regularisierung, auch als Ridge-Regularisierung bekannt, bestraft große 

Koeffizientenquadrate und schrumpft damit alle Parameterwerte gleichmäßig, ohne sie 

gänzlich zu eliminieren. Diese Methode erhöht die Stabilität des Modells, reduziert jedoch nicht 

die Anzahl der tatsächlich verwendeten Features.5  

"' = 6789:;
*
(‖! − #"‖+ + >‖"‖+) 

Das Elastische Netz (Elastic Net) stellt eine Kombination beider Verfahren dar, indem es den 

Strafterm aus einer gewichteten Kombination von L1- und L2-Regularisierung aufbaut, sodass 

gleichzeitig die Stärken beider Welten nutzbar sind.6   

"' = 6789:;
*
(‖! − #"‖+ + >+‖"‖+ + >,‖"‖) 

Die L2-Komponente verhindert, dass sich die Koeffizienten instabil verhalten, während die L1-

Komponente sicherstellt, dass Features von geringer Relevanz konsequent abgeschwächt 

oder entfernt werden. Zusammenfassend bietet diese Form der Regularisierung ein wichtiges 

Handwerkszeug, um Modelle effizienter, interpretierbarer und vor allem besser generalisierbar 

zu gestalten. 

2.2. Leistungsmaße und Kreuzvalidierung 
Die Nutzung von geeigneten Leistungsmaßen für Vorhersagemodelle ist sowohl bei linearen 

als auch bei logistischen Regressionsverfahren von zentraler Bedeutung, um die 

Vorhersagemodelle an die Daten anzupassen und fundierte Aussagen über deren 

Leistungsfähigkeit in dem gewünschten Kontext treffen zu können. Die genutzten 

Leistungsmaße fungieren hierbei als quantifizierbare Größe, um die Vorhersagequalität 

widerzuspiegeln und mit alternativen Vorhersageverfahren vergleichen zu können. 

Bei linearen Regressionsmodellen eignen sich als Leistungsmaß unter anderem folgende: 

Die weit verbreitete mittlere quadratische Abweichung (MSE), welche sich aus der 

durchschnittlichen quadratischen Differenz zwischen den tatsächlichen Werten (0) und den 

vom Modell vorhergesagten Werten (0?) berechnet7,8 : 

@AB = 1
;C(0- − 0?-)+

.

-/,
 

Ein niedriger MSE zeigt an, dass die Vorhersagen des Modells insgesamt eng an den 

tatsächlichen Werten liegen und das Modell somit eine gute Anpassung erreicht. Die mittlere 
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absolute Abweichung (MAE), welche sich aus dem durchschnittlichen absoluten Unterschied 

zwischen den tatsächlichen Werten (0) und den vom Modell vorhergesagten Werten (0?) 
berechnet9 : 

@DB = 1
;C|0- − 0?-|

.

-/,
 

Im Gegensatz zur MSE, bei der die Abweichungen quadriert werden, fließen Ausreißer hierbei 

nicht überproportional stark in das Leistungsmaß ein, wodurch der MAE als robuster 

gegenüber extremen Werten angesehen wird. Das Leistungsmaß E+, häufig auch als 

Bestimmtheitsmaß benannt, bewertet, wie gut ein Modell die Streuung in den beobachteten 

Daten erklären kann10,11 : 

E+ = 1 − ∑ (0- − 0?-)+.
-/,

∑ (0- − 0G-)+.
-/,

|0G = 1
;C 0-

.

-/,
 

Ein E+ nahe 1 deutet darauf hin, dass das Modell die Variation in den Zielwerten sehr gut 

erfasst. Je niedriger der Wert, desto weniger Variation wird durch das Modell erklärt. Ein Wert 

von 0 bedeutet, dass das Modell genauso gut ist wie eine einfache Schätzung basierend auf 

dem Mittelwert 0G. 
 

Für logistische Regressionsmodelle stehen Leistungsmaße im Vordergrund, die je nach 

Kontext unterschiedliche Aspekte einer erfolgreichen Klassifizierung abbilden. Die Auswahl 

geeigneter Leistungsmaße zur Bewertung von Vorhersagemodellen hängt zudem in hohem 

Maße von der Verteilung der Zielvariablen im Datensatz ab. Daher ist deren Anwendung 

entsprechend der Datenverteilung sowie der Eignung für bestimmte Problemstellungen 

auszuwählen. 

Bei balancierten Datensätzen, in denen die Klassenverteilungen annähernd gleichverteilt sind, 

können Leistungsmaße wie bspw. die Genauigkeit (Accuracy) oft hinreichende Aussagen über 

die Modellgüte treffen. Diese Leistungsmaße spiegeln in solchen Szenarien typischerweise 

das Gesamtvorhersagevermögen des Modells gut wider, ohne durch ein Übergewicht einer 

bestimmten Klasse verzerrt zu werden. Die Kreuztabelle (Confusion Matrix) und ihre 

abgeleiteten Kennzahlen ermöglichen eine differenzierte Betrachtung der Modellleistung und 

stellen die Grundlage für ableitbare Leistungsmaße dar11,12 : 

 

 Tatsächlich positiv 0 = 1 Tatsächlich negativ 0 = 0 

Vorhergesagt positiv 0? = 1 richtig positiv (TP) falsch positiv (FP) 

Vorhergesagt negativ 0? = 0 falsch negativ (FN) richtig negativ (TN) 

Tabelle 1: Kreuztabelle (Confusion Matrix) 
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Aufbauend auf diesen Grundbegriffen (TP, FP, TN, FN) werden häufig folgende Kennzahlen 

definiert und kontextspezifisch als Leistungsmaß genutzt: 

Die Richtig-Positiv-Rate oder auch Trefferquote (True Positive Rate, TPR, Sensitivität, Recall) 

genannt, definiert sich als Anteil richtig positiver Fälle, die als positiv erkannt wurden12 :  

I7J3	+LM:N:O3	E6N3	(I+E) = 	A3;M:N:O:NäN = E3Q6RR = I+
I+ + ST 

Dies spiegelt insbesondere wider, wie gut das Modell wahre positive Fälle erkennt.  

Die Richtig-negativ-Rate (True Negative Rate, TNR) oder Spezifität genannt, gibt den Anteil 

richtig negativer Fälle, die als negativ erkannt wurden wieder, und zeigt, wie gut das Modell 

wahre negative Fälle erkennt12 : 

I7J3	T386N:O3	E6N3	(ITE) = AU3V:W:NäN = IT
IT + S+ 

Der positive Vorhersagewert oder die Genauigkeitsquote (Positive Predictive Value, PPV, 

Precision) gibt den Anteil tatsächlich positiver Fälle an allen positiv Klassifizierten (positiv 

prognostischer Wert) wieder und werden häufig in der Information-Retrieval-Forschung 

genutzt12 : 

+LM:N:O3	XL7ℎ37M683Z37N = +73Q:M:L; = I+
I+ + S+ 

Der negative Vorhersagewert (Negative Predictive Value, NPV) spiegelt den Anteil tatsächlich 

negativer Fälle an allen negativ klassifizierten wider12 : 

Negative	Vorhersagewert = T386N:O3	+73*:QN:O3	X6RJ3	(T+X) = IT
IT + ST 

Die Genauigkeit oder Accuracy stellt den Anteil korrekter Vorhersagen an allen Fällen dar13 : 

h3;6J:8i3:N = DQQJ76Q0 = I+ + IT
I+ + IT + S+ + ST 

Bei stark unausgewogener Klassenverteilung kann das Leistungsmaß der Genauigkeit 

täuschen, da eine dominante Klasse das Ergebnis verzerren kann. 

Im Gegensatz dazu sind unbalancierte Datensätze dadurch gekennzeichnet, dass eine oder 

mehrere Klassen deutlich unterrepräsentiert sind. Die Verwendung von auf das 

Gesamtergebnis orientierten Kennzahlen wie der Genauigkeit kann dann irreführend sein, da 

Modelle mit starker Tendenz zur häufigeren Klasse scheinbar hohe Werte erzielen. In diesem 

Fall kann es dazu kommen, dass seltenen Ereignisse von Interesse nicht gewertet werden. 

Um diese problematische Verzerrung zu adressieren, bieten sich folgende Leistungsmaße an: 

 

Die Balanced Accuracy, welche formal als arithmetisches Mittel aus Sensitivität und Spezifität 

definiert ist, ist fester Bestandteil in der Forschung des maschinellen Lernens und lässt sich 

konzeptuell auf den Youden-Index (j) zurückführen14,15 : 

k6R6;Q3*	DQQJ76Q0 = A3;M:N:O:NäN + AU3V:W:NäN
2 = 1

2 (
I+

I+ + ST +
IT

IT + S+) =
j + 1
2  
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Der F1-Score bildet sich aus dem harmonischen Mittel von Präzision (Precision) und 

Sensitivität (Recall)16 : 

S1 − AQL73 = 2+73Q:M:L;	 ∗ 	E3Q6RR+73Q:M:L; + E3Q6RR =
2	I+

2	I+ + S+ + ST	

Neben diesen Kennzahlen ermöglichen grafische Darstellungen weitere Einblicke in die 

Modellleistung und bieten insbesondere in dem medizinischen Kontext die Möglichkeit der 

Vergleichbarkeit mit etablierten Leistungsmaßen. 

Die Receiver Operating Characteristic (ROC) Kurve visualisiert bspw. den Kompromiss 

zwischen Sensitivität (True Positive Rate) und Falsch-Positiv-Rate (False Positive Rate), bei 

variierenden Schwellenwerten des Klassifikators. Die Fläche unter der ROC-Kurve (Area 

Under the Curve, AUC) fasst damit die Gesamtleistung des Modells zusammen. Ein ROC-

AUC-Wert von 1,0 signalisiert eine perfekte Trennung zwischen positiven und negativen 

Klassen, während ein Wert von 0,5 einer zufälligen Klassifikation entspricht. Diese Kennzahl 

ist besonders bei balancierten Datensätzen robust und bietet einen umfassenden Überblick 

über die Trennschärfe des Modells. 

Die Precision-Recall (PR)-Kurve konzentriert sich hingegen speziell auf die positive Klasse, 

indem sie das Verhältnis von Precision zu Recall über verschiedene Schwellenwerte darstellt. 

Die Fläche unter der Precision-Recall-Kurve (AUC-PR) liefert insbesondere bei unbalancierten 

Datensätzen, in denen die positive Klasse selten ist, eine differenzierte Bewertung der 

Modellleistung. Da sie weniger von einer überwiegenden Anzahl negativer Fälle beeinflusst 

wird, zeigt die AUC-PR direkt, wie gut das Modell die seltenen, jedoch häufig entscheidenden 

positiven Fälle identifizieren kann. 

Bei balancierten Datensätzen bietet die ROC-AUC ein verlässliches Maß, da sie den 

gesamten Zusammenhang zwischen korrekten und falschen Vorhersagen abbildet. Die PR-

AUC liefert hier hingegen weniger Zusatzinformationen, da der Fokus allein auf der positiven 

Klasse liegt und kleine Schwankungen in Precision zu starken Kurvenänderungen führen 

können. Bei unbalancierten Datensätzen hat die PR-AUC klare Vorteile, da sie direkt die 

Qualität der Vorhersagen der seltenen positiven Klasse abbildet und nicht durch die 

überwältigende Anzahl negativer Fälle verzerrt wird. Die ROC-AUC kann in solchen Fällen oft 

zu optimistischen Bewertungen führen, da selbst bei einer schlechten Erkennung positiver 

Fälle die Falsch-Positiv-Rate niedrig erscheint. 

Zusammenfassend zeigt sich, dass die Wahl des Leistungsmaßes, wie Sensitivität, Spezifität, 

Precision, Accuracy, Balanced Accuracy, F1-Score, ROC- und PR-AUC, entscheidend von der 

Verteilung der Klassen und der kontextspezifischen Zielformulierung abhängt. Die gezielte 

Wahl und differenzierte Betrachtung ist essenziell für eine sinnvolle Beurteilung und 

Optimierung von Klassifikationsmodellen in verschiedensten Anwendungsbereichen. 

Bei maschinellen Lernalgorithmen werden Hyperparameter zur Optimierung (Minimierung 

oder Maximierung) eines der zuvor gewählten Leistungsmaße innerhalb des 
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Trainingsdatensatzes oder einer Teilmenge des Trainingsdatensatz genutzt. Ein gängiges 

Verfahren ist die Kreuzvalidierung, bei welcher der verfügbare Trainingsdatensatz in mehrere 

Teilmengen (Folds) aufgeteilt und zu mehrfachen Trainings-/Testdurchgängen genutzt wird. 

Als besonders geeignete Varianten haben sich dabei Fünffache-17 und Zehnfache-18 

Kreuzvalidierung erwiesen, da sie in vielen Anwendungsfällen eine robusten, generalisierbare 

Modellgestaltung liefern. Dennoch ist eine anschließende Validierung der Generalisierbarkeit 

anhand desselben Leistungsmaßes an einem vom Training bzw. von der Kreuzvalidierung 

getrennten Testdatensatz erforderlich. 

2.3. Angewandtes Modell zur Vorhersage des neurologischen Outcomes nach 
Herzstillstand außerhalb des Krankenhauses 

In der vorliegenden Studie wurde ein regularisiertes logistisches Regressionsmodell zur 

binären Klassifikation zur Vorhersage des neurologischen Outcomes nach einem Herz-

Kreislauf-Stillstand außerhalb eines Krankenhauses (Out-of-Hospital Cardiac Arrest, OHCA) 

eingesetzt. Das hierbei genutzte Verfahren basiert auf transformierten Werten der 

Gewebsdichte des gesamten Gehirns. Die genutzte Modellwahl zur kontextspezifischen 

Anwendung lässt sich durch eine Reihe methodischer und inhaltlicher Erwägungen 

begründen. 

2.3.1. Studienziel und Forschungsfrage 
Die vorliegende Studie verfolgt das Ziel, aus routinemäßig durchgeführten kranialen CT-

Aufnahmen (CCT) verlässliche und automatisierbare Informationen zur neurologischen 

Prognose zu gewinnen. Ferner ist das Ziel der Arbeit, den prognostischen Wert dieser 

Methode in den Kontext von etablierten Prognoseverfahren, wie etablierten bildbasierten 

Prognosemarkern (GWR) und labormedizinischen Biomarkern im Serum (Neurofilament Light 

Chain, NfL oder Neuronenspezifische Enolase, NSE), zu setzen. 

Die zentrale Herausforderung bei der bildbasierten Vorhersage des neurologischen Outcomes 

nach OHCA besteht darin, subtile, hypoxisch-ischämisch bedingte Veränderungen des 

Gehirns bereits frühzeitig, objektiv und zuverlässig, über das Hintergrundrauschen der im 

klinischen Kontext erhobenen Daten hinaus, zu erfassen. Klinisch tätige Mitarbeitende und 

Angehörige wünschen sich robuste Prognoseabschätzungen trotz einer heterogenen 

Datenlage, unterschiedlicher Erhebungszeitpunkte, variabler Bildqualitäten, verschiedener 

Scannerhersteller und meist kleiner Trainingsdatensätze.  

Die sich daraus ableitende Forschungsfrage lautet: Ermöglicht ein automatisiertes Verfahren 

mittels klinisch erhobenen CCT-Aufnahmen nach OHCA eine ebenso verlässliche oder 

überlegene Vorhersage des neurologischen Outcomes im Vergleich zu etablierten manuellen 

CCT-Verfahren (GWR) und Laborparametern (NfL, NSE)? 
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2.3.2. Featureextraktion - Nutzung computertomographischer Daten 
In dieser Studie wurde eine neue Methode zur prognostischen Analyse entwickelt, die auf der 

Extraktion von transformierten Werten der Gewebsdichte als Features aus 166 Regionen von 

Interesse (ROIs) des AAL3-Hirnatlas basiert.19 Ergänzende klinische Features sind Alter und 

Geschlecht der Patienten, sowie der jeweilige Zeitraum zwischen klinischer Vorstellung und 

CCT-Aufnahme (∆CCT). 

Die Vorverarbeitungs-Pipeline umfasste eine an das CCT angepasste automatisierte, auf SPM 

(Statistical Parametric Mapping) aufbauende Segmentierung der nativen CCT-Daten in die 

Gewebsklassen graue Substanz, weiße Substanz, Schädelknochen und Liquor.20,21  Dieser 

Segmentierungsprozess und die Extraktion der mittleren Wahrscheinlichkeit der grauen 

Substanz (GMP) aus den 166 ROIs des AAL3-Hirnatlas bilden die Basis für das individuelle 

Feature Set. Die damit durchgeführte nicht-lineare Transformation der CCTs geht über 

Hounsfield-Units-(HU)-basierte Nutzung von Kennwerten bzw. Ratios hinaus, ist anatomisch 

differenziert und erfasst subtile Veränderungen des gesamten Gehirns im Rahmen 

hypoxiebedingter Veränderungen. 

2.3.3. Erfassung der Zielgröße nach Herzkreislaufstillstand 
Die Cerebral Performance Category (CPC) ist eine klinische Skala zur Beurteilung des 

neurologischen Funktionsniveaus nach einem Herz-Kreislauf-Stillstand. Dabei wird der 

neurologische Zustand eines Patienten anhand von fünf Abstufungen erfasst:  

Bei CPC 1 liegt eine gute zerebrale Leistungsfähigkeit vor, was bedeutet, dass die Person 

wach, ansprechbar und in der Lage ist, sowohl alltägliche Aktivitäten als auch berufliche 

Aufgaben zu erfüllen, auch wenn leichte neurologische oder psychische Defizite vorhanden 

sein können. Bei CPC 2 wird von einer mäßigen zerebralen Behinderung gesprochen, wobei 

die betroffene Person zwar bei Bewusstsein ist, aber möglicherweise in einer geschützten 

Umgebung oder unter angepassten Bedingungen Unterstützung benötigt, um den Alltag 

weitgehend selbstständig zu bewältigen. CPC 3 beschreibt eine schwere zerebrale 

Behinderung, bei der die Person zwar wach und ansprechbar ist, jedoch erhebliche 

Einschränkungen in ihren geistigen oder körperlichen Fähigkeiten bestehen, wodurch die 

Person bei alltäglichen Verrichtungen auf umfassende Hilfe angewiesen ist. CPC 4 steht für 

ein Koma oder einen vegetativen Zustand, hierbei kann die Person zwar Schlaf-Wach-Zyklen 

zeigen, reagiert jedoch nicht bewusst auf äußere Reize und ist nicht in der Lage, mit ihrer 

Umgebung zu interagieren. Schließlich steht CPC 5 für den irreversiblen Hirnfunktionsausfall 

(„Hirntod“), der durch das vollständige Ausbleiben jeglicher Hirnaktivität, etwa fehlende 

Spontanatmung, Reflexe oder EEG-Signale, charakterisiert ist.22–24  Durch diese graduelle 

Einteilung liefert das CPC-System eine vergleichsweise klare, übersichtliche und klinisch 

praktikable Einschätzung der neurologischen Funktion nach einem kardialen Ereignis. 
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Die dichotome Zusammenfassung in "gutes" (CPC 1–2) und "schlechtes" (CPC 3–5) 

neurologisches Outcome dient in wissenschaftlichen Studien vor allem der Vereinfachung und 

besseren Vergleichbarkeit von Patientengruppen.25,26  Dieser Ansatz ermöglicht eine 

eindeutige Unterscheidung mit klinischer Relevanz und stellt auch im Rahmen dieser Studie 

eine robuste vorherzusagende Zielgröße dar. Durch diese dichotome Betrachtung gehen 

relevante Informationen für die Vorhersage verloren, da weder feine funktionelle Unterschiede 

noch das Potential möglicher Erholungs- oder Verschlechterungsdynamiken im Verlauf 

vollständig abgebildet werden. Auch kann eine solche Zusammenfassung in individuellen 

Fällen den tatsächlichen klinischen Zustand nur eingeschränkt widerspiegeln. Trotz dieser 

Einschränkungen ist die dichotome Einteilung in "gutes" vs. "schlechtes" neurologisches 

Outcome in der Forschungspraxis weit verbreitet und etabliert, da sie eine pragmatische, 

schnell interpretierbare und standardisierte Klassifikation ermöglicht, um Interventionen, 

Vorhersagemodelle oder Therapiealgorithmen miteinander vergleichbar zu machen. 

2.3.4. Angewandtes Vorhersagemodell und Leistungsmaß 
Ein wesentlicher Grund für die Verwendung einer regularisierten logistischen Regression ist 

die hohe Dimensionalität und die starke Korrelation der aus den CCT-Daten extrahierten 

Features. Anders als bei der klassischen GWR-Bestimmung, die nur wenige vorab definierte 

Regionen und deren HU betrachtet, wurde hier ein umfassendes, atlasbasiertes Vorgehen mit 

166 ROIs gewählt. Da bildgebende Features aufgrund der räumlichen biologischen Kontinuität 

potenziell hoch korrelieren, besteht ein erhebliches Risiko für Multikollinearität, was die 

Modellkomplexität erhöhen und zu Overfitting führen kann. Overfitting äußert sich darin, dass 

das Modell die Trainingsdaten sehr gut abbildet, bei neuen, ungesehenen Daten jedoch nicht 

generalisiert und eine deutlich schlechtere Vorhersageleistung aufweist. Zudem weisen in 

diesem Fall die Terme höherer Ordnung meist eine breite Streuung mit hoher Wichtung auf. 

Regularisierungsmethoden wirken dieser Problematik effektiv entgegen, indem sie 

übermäßige Modellkomplexität, etwa durch die Anzahl der betrachteten Features, bestrafen. 

Dieses Vorgehen führt zu stabilen und generalisierbaren Vorhersagemodellen.  

Das hier angewandte Verfahren basiert auf einer Regularisierung mittels elastischen Netzes, 

einer gewichteten Kombination aus L1- und L2- Regularisierung. Die L2-Regularisierung 

bestraft große Parameterwerte quadratisch, wodurch alle Koeffizienten tendenziell kleiner, 

jedoch nicht vollständig auf null gesetzt werden. Dies ist besonders hilfreich, um den Einfluss 

hoch korrelierender Features abzumildern und die Modellstabilität zu erhöhen. Die L1-

Regularisierung ermöglicht es zudem, die Wichtungen einzelner Features vollständig auf null 

zu reduzieren. Hierdurch wird eine datengetriebene Feature-Selektion ermöglicht, indem 

irrelevante Features gezielt aus dem Modell entfernt werden. Damit reduziert sich die effektive 

Dimensionalität des Vorhersageproblems, was Interpretierbarkeit und Generalisierung 

verbessert. Das angewandte elastische Netz vereint diese Aspekte der Regularisierung. Dies 
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ist hier besonders wertvoll, da eine große Anzahl von ROIs einbezogen wird, deren Relevanz 

für das Outcome a priori nicht eindeutig ist, die jedoch potenziell wertvolle prädiktive 

Informationen enthalten können. Ferner weist das betrachtete Vorhersageproblem ungefähr 

die gleiche Anzahl von Features (p = 169) und einbezogenen unabhängigen Fällen (n = 132) 

auf, wodurch eine Selektion der Features und damit eine Reduktion der Dimensionen für eine 

gute Generalisierbarkeit hilfreich ist. 

Ein weiterer wichtiger Grund für die Wahl eines regularisierten logistischen 

Regressionsmodells ist dessen intuitive und deutliche Interpretierbarkeit. Im Gegensatz zu 

komplexen, tiefen neuronalen Netzen, die für ähnlich anspruchsvolle Vorhersagen meist große 

Datenmengen benötigen und deren interne Entscheidungslogik schwer zu durchdringen ist, 

lassen sich bei einer logistischen Regression die Aussagen einzelner Features eindeutig 

zuordnen und somit die Entscheidungsfindung besser nachvollziehen. Dies unterstützt die 

wissenschaftliche Plausibilitätsprüfung, da geprüft werden kann, ob Regionen, die als 

besonders prädiktiv identifiziert wurden (z. B. thalamische oder cerebelläre Areale), mit der 

bekannten Pathophysiologie der hypoxisch-ischämischen Schädigung nach Herzstillstand 

übereinstimmen. 

Die Receiver-Operating-Characteristic-(ROC)-Kurve und der daraus abgeleitete Flächenwert 

unter der Kurve (Area Under the Curve, AUC) sind in der biomedizinischen Forschung 

etablierte Leistungsmaße von Klassifikations- und Vorhersagemodellen. Die ROC-AUC 

zeichnet sich durch ihre Unabhängigkeit von konkreten Grenzwerten aus, wodurch eine 

objektive Einschätzung der Gesamtleistungsfähigkeit des Vorhersagemodells bei der 

Unterscheidung zwischen gutem von schlechtem neurologischem Outcome in dem 

Testdatensatz möglich ist. Je näher der AUC-Wert an eins liegt, desto besser gelingt es dem 

Modell, gutem von schlechtem neurologischem Outcome zu differenzieren. Die ROC-AUC ist 

auch deshalb weit verbreitet, weil sie eine gut interpretierbare, dimensionslose Maßzahl liefert, 

die insbesondere im klinischen Kontext über verschiedene Studien, Datensätze und Methoden 

hinweg angewendet und damit vergleichbar ist. Dies ist insbesondere relevant, wenn die 

Vorhersageleistung des Modells einerseits mit der etablierten bildbasierten GWR aus dem 

CCT und andererseits mit standardisierten Laborparametern, wie der NSE oder NfL, 

verglichen wird. Aus diesem Grund ist die ROC-AUC ein bedeutendes Leistungsmaß, um ein 

neues Vorhersagemodell kritisch im Kontext etablierter klinischer Verfahren zu evaluieren, 

seine relative Über- oder Unterlegenheit transparent darzustellen und letztlich fundierte, 

datenbasierte Entscheidungen für den klinischen Einsatz zu treffen. 

Obwohl die ROC-AUC ein verbreitetes und vielseitiges Leistungsmaß darstellt, ist ihre 

Aussagekraft bei stark bis mäßig unbalancierten Datensätzen eingeschränkt. In dem 

vorliegenden Fall neigt die Fallzahl zwischen gutem neurologischem Outcome (49 Patienten) 

zu schlechtem Outcome (83 Patienten) mit einem Verhältnis von 0,59 leicht zu den Fällen mit 
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schlechtem Outcome. In solchen Szenarien kann die ROC-AUC dazu neigen, eine zu 

optimistische Sicht auf die Modellleistung zu vermitteln, da sie gleichermaßen auf Sensitivität 

(True Positive Rate) und Spezifität (1 - False Positive Rate) abzielt, ohne dabei zu 

berücksichtigen, dass falsche Klassifizierungen in der unterrepräsentierten Klasse im 

klinischen Kontext schwerwiegende Konsequenzen haben können. Insbesondere, wenn das 

Hauptinteresse darin liegt, seltene, aber klinisch besonders bedeutsame Fälle, wie etwa den 

günstigen neurologischen Verlauf, möglichst zuverlässig vorherzusagen, kann die ROC-AUC 

zu einer verzerrten Darstellung im Leistungsvergleich der Vorhersagemethoden führen. Aus 

diesem Grund wurden ferner die Leistungsmaße F1-Score, Balanced Accuracy und die 

Precision-Recall-Kurve der Vorhersagemethoden betrachtet. Insbesondere sind die 

Leistungsmaße F1-Score und Balanced Accuracy auch bei stark unbalancierten Datensätze 

aussagekräftig und liefern so eine ergänzende Einordnung der Vorhersageleistungen. 

Nichtsdestotrotz stellt die ROC-AUC ein in diesem Kontext geeignetes primäres Leistungsmaß 

dar, an dem sich Modellverbesserungen im Training orientieren und mit dem sich der 

vergleichende Leistungsunterschied zwischen den verschiedenen Vorhersagemethoden auf 

Basis bildbasierter und labormedizinischer Parameter innerhalb derselben Studie ermitteln 

lässt. 
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Fig 1. Flow of participants. 
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Fig 2. Spatial distribution of the feature coefficients .. AAL3 ROIs, scaled to the absolute 

value of the feature coefficients. a. superior (top) view, b. basal (bottom) view, c. dorsal 

view, d. coronal view, e. transversal view. AAL3 = automated anatomical labeling atlas. ROI 

= region of interest.  
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Fig 3. Receiver operating characteristic (ROC) comparison of prognostic markers. 
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4. Diskussion 
In der vorliegenden Studie wurde ein automatisiertes, CCT bildbasiertes Vorhersagemodell 

(aCCTa) entwickelt und hinsichtlich seiner Leistungsfähigkeit zur Vorhersage des 

neurologischen Outcomes nach OHCA untersucht. Die Ergebnisse zeigen, dass aCCTa 

sowohl im primären (ROC-AUC) als auch in den sekundären (F1-score, Balanced accuracy) 

Leistungsmaßen gut abschneidet und die etablierte, manuell erhobene radiologische Methode 

GWR sowie die laborchemischen Biomarker NfL und NSE zu einem frühen Zeitpunkt nach 

OHCA übertrifft, im weiteren Verlauf jedoch gegenüber den spät erhobenen laborchemischen 

Biomarkern unterlegen ist. Im Folgenden werden diese Befunde im Kontext der 

prognostischen Bedeutung von aCCTa sowie der durch das Modell identifizierten Hirnregionen 

diskutiert; abschließend wird ein Ausblick auf zukünftige Forschungsarbeiten gegeben. 

4.1. Einordnung des prognostischen Wertes des bildbasierten 
Vorhersagemodells 

Die Leistung des hier untersuchten, bildbasierten Vorhersagemodells ist als vielversprechend 

zu bewerten. Im primären Leistungsmaß ROC-AUC übertraf aCCTa die konventionelle GWR-

Bestimmung, die von neuroradiologisch ausgebildeten Fachärzten anhand definierter ROIs 

manuell und verblindet gegenüber dem klinischen Outcome durchgeführt wurde. Darüber 

hinaus zeigte sich aCCTa den laborchemischen Biomarkern NSE und NfL zu einem frühen 

Zeitpunkt nach OHCA (Tag 0) überlegen. Dies unterstreicht den prognostischen Mehrwert 

eines datengetriebenen Ansatzes, der über einzelne manuell erhobene HU-Quotienten im 

Sinne von GWR hinaus den gesamten zerebralen Kontext einbezieht. Zu späteren Zeitpunkten 

(Tag 1, Tag 2) waren die etablierten laborchemischen Marker NSE und NfL dem bildbasierten 

Modell aCCTa hingegen in allen betrachteten Leistungsmaßen überlegen. Tabelle 3 der 

Publikation fasst die Ergebnisse für das primäre Leistungsmaß ROC AUC sowie die 

sekundären Leistungsmaße F1-Score und Balanced Accuracy für sämtliche untersuchten 

Modalitäten zusammen. 

 

Insgesamt zeigt der Vergleich der verschiedenen Vorhersagemethoden, dass aCCTa, trotz 

der ab Tag 1 zunehmenden Überlegenheit der laborchemischen Biomarker NfL und NSE, eine 

durchweg robuste Leistung erbringt, die insbesondere gegenüber der klinisch etablierten, 

bildbasierten GWR überzeugt. Dies zeigt, dass maschinelle Lernverfahren, die CCT-basierte 

Features der grauen Substanz spezifischer Hirnregionen berücksichtigen, geeignet sind, 

relevante Informationen über den späteren neurologischen Zustand nach einem Herz-

Kreislauf-Stillstand zu extrahieren. Im Vergleich zur herkömmlichen, manuell ermittelten GWR 

bietet das Modell einen objektiveren und automatisierten Ansatz, der auch subtilere 

Veränderungen des gesamten Gehirns für die Vorhersage nutzbar macht. Im Vergleich zu 

alternativen automatisierten Vorhersagemodellen, die auf weniger umfangreich 

vorverarbeiteter CCT-Bildgebung basieren, zeigte sich weder eine deutliche Über- noch 

Unterlegenheit.27  
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Gleichwohl ist festzuhalten, dass die bildbasierte Vorhersageleistung in ihrer gegenwärtigen 

Form für eine routinemäßige klinische Entscheidungsfindung nur mit Vorbehalten zu 

betrachten ist, insbesondere angesichts der heterogenen Datenlage und der Überlegenheit 

der laborchemischen Biomarker im späteren Verlauf. Im Einklang mit der einschlägigen 

Literatur bestätigte sich auch in dieser Studie die deutliche Überlegenheit von NfL für die 

Vorhersage des neurologischen Outcomes.28  Perspektivisch besteht dennoch das Potenzial, 

dass bildgestützte, automatisierte Verfahren wie aCCTa einen wertvollen Baustein der frühen 

Vorhersage des neurologischen Outcomes darstellen, indem sie klinisch ohnehin erhobene, 

hochauflösende Bildgebung objektiver, reproduzierbarer und schneller auswerten als 

manuelle Verfahren. 

4.2. Featurewichtung und Rückschlüsse auf die Vulnerabilität des Gehirns 
Die räumliche Verteilung und Ausprägung hypoxisch-ischämischer Veränderungen im Gehirn 

wird maßgeblich von der individuellen Vulnerabilität einzelner Hirnregionen gegenüber 

Sauerstoffmangel bestimmt, die wiederum von Blutversorgung, Stoffwechselaktivität und 

Gewebeeigenschaften abhängt. Angesichts des hohen Energiebedarfs des Gehirns reagieren 

insbesondere metabolisch besonders aktive Strukturen wie der Thalamus29 , die 

Basalganglien30 , die Hippocampi30  sowie Teile des Kleinhirns31,32  empfindlich auf eine 

reduzierte Sauerstoffzufuhr. Auch Mittelhirnareale, darunter die Substantia nigra30 , sowie 

vaskuläre Grenzzonen gelten als besonders vulnerabel gegenüber Hypoxie. 

Die vorliegenden Ergebnisse untermauern diese anatomisch-physiologische Beobachtung. 

Das Vorhersagemodell aCCTa identifizierte über die automatisierte Analyse der 

vorverarbeiteten CCT-Datensätze insbesondere Regionen des Mittelhirns, des Kleinhirns und 

des Thalamus als relevant für die Vorhersage des neurologischen Outcomes nach OHCA. 

Diese Befunde spiegeln bekannte Muster der Hypoxievulnerabilität wider: Strukturen mit hoher 

Vulnerabilität reagieren bereits auf kurzzeitige hypoxische Phasen mit Zellveränderungen 

sowie Wasser- und Ionenverschiebung, die sich in CT-morphologisch nachweisbaren 

Dichteveränderungen niederschlagen. Während etablierte, vergleichsweise grobe Kennwerte 

wie die GWR vor allem globale Veränderungen der Mark-Rinden-Differenzierung erfassen, 

ermöglicht die atlasbasierte Analyse der GMP die Detektion subtiler, regionenspezifischer 

Gewebsveränderungen im gesamten Gehirn und macht damit jene Areale sichtbar, in denen 

sich hypoxische Schädigungen typischerweise am frühesten und deutlichsten manifestieren. 

Die Gewichtungen der einzelnen Features, einschließlich der drei klinischen Variablen (Alter, 

Geschlecht, ∆CCT), sind im Supplementary Content (eTable 1) der Publikation in absteigender 

Reihenfolge dargestellt. 

 

Die Gewichtung der Hirnregionen und klinischen Features (Alter, Geschlecht, ∆CCT) in der 

automatisierten Analyse liefert wertvolle Einblicke in die regionale Vulnerabilität des Gehirns 
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gegenüber Hypoxie. Den Feature-Koeffizienten zufolge sind die hypoxiebedingten 

Veränderungen nicht gleichmäßig über das Gehirn verteilt, sondern konzentrieren sich auf 

spezifische, besonders empfindliche Regionen. Ein positiver Koeffizient ist dabei mit der 

Vorhersage eines günstigen, ein negativer Koeffizient mit der Vorhersage eines ungünstigen 

neurologischen Outcomes assoziiert. Koeffizienten nahe null tragen kaum zur Vorhersage bei. 

Besonders ausgeprägt trugen Kleinhirnregionen (nach AAL3-Hirnatlas: Cerebellum 8 und 7b) 

sowie Thalamus und Substantia nigra zur Vorhersage eines günstigen Outcomes bei, während 

weitere Kleinhirnregionen (Cerebellum 6, Vermis 8 und 9) sowie der mediolaterale 

Geniculatkern des Thalamus und das rechte ventrale Striatum mit der Vorhersage eines 

ungünstigen Outcomes assoziiert waren. Die Regionen des Kleinhirns31,32 , Thalamus29  und 

Substantia nigra30  gelten aufgrund ihres hohen Energiebedarfs und ihrer metabolischen 

Aktivität als besonders anfällig für hypoxische Schädigung, sodass die Ergebnisse hinsichtlich 

der Feature-Gewichtung mit der bestehenden Literatur übereinstimmen. Demgegenüber übten 

die klinischen Variablen Alter, Geschlecht und ΔCCT, erkennbar an ihren deutlich geringeren 

Koeffizienten, einen vergleichsweise geringen Einfluss auf die Vorhersage aus. Dies legt nahe, 

dass für die Prognose die regionale Verteilung und das Ausmaß der zerebralen Schädigung 

von größerer Bedeutung sind als die drei untersuchten klinischen Variablen. 

Zusammenfassend erlernte das Vorhersagemodell aCCTa datengetrieben biologisch 

plausible Feature-Gewichtungen und ermöglicht damit eine differenzierte, automatisierte 

Analyse sämtlicher Hirnregionen im Rahmen der Outcome-Prädiktion nach OHCA. 

4.3. Limitationen und Ausblick 
Eine wesentliche Limitation der Studie ergibt sich aus der durch die klinische 

Versorgungsrealität bedingten Heterogenität der Datenlage. Da OHCA eine lebenskritische 

Situation darstellt, die eine unmittelbare klinische Versorgung erfordert, ist davon auszugehen, 

dass die erhobenen CCT-Bildgebungen im klinischen Alltag zur GWR-basierten 

Prognoseabschätzung herangezogen wurden und in einzelnen Fällen in 

Therapieentscheidungen, etwa eine Anpassung des Therapieziels oder eine Begrenzung 

intensivmedizinischer Maßnahmen, eingeflossen sein könnten. Da die GWR mit den 

Ergebnissen des aCCTa-Modells assoziiert ist, könnte ein solches Vorgehen im Sinne einer 

selbsterfüllenden Prophezeiung das beobachtete Outcome beeinflusst und damit die 

Aussagekraft des Modells sowie den Modellvergleich verzerrt haben. Ein solcher Effekt lässt 

sich bei der Untersuchung lebenskritischer klinischer Phänomene kaum sicher ausschließen 

und stellt eine Form der Data Leakage dar. Da die Daten zwar prospektiv erhoben, jedoch 

teilweise auch in der klinischen Versorgung genutzt wurden, bleibt unklar, inwieweit die 

Ergebnisse durch diesen strukturellen Bias beeinflusst sind. Dem steht die Real-World-

Charakteristik der Daten gegenüber, die mit unregelmäßigen Erhebungszeitpunkten und 

einem gegenüber kontrollierten Studienbedingungen höheren Hintergrundrauschen 
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einhergeht. Dies ist ein Umstand, der zugleich ein Vorhersagemodell begünstigt, das näher an 

der klinischen Realität operiert.  

Eine weitere Limitation stellt die begrenzte Fallzahl dar, die in Kombination mit der 

Heterogenität der Bilddaten das Risiko von Verzerrungen und Überanpassungen (Overfitting) 

durch Zufallseffekte oder Ausreißer erhöht. Zusätzlich variiert die technische Bildqualität 

aufgrund unterschiedlicher CT-Scannermodelle und Aufnahmeparameter, was die 

Segmentierung und damit die Genauigkeit der extrahierten Features beeinträchtigen kann. Die 

Variabilität der Erhebungszeitpunkte nach OHCA erschwert zudem die Vergleichbarkeit der 

CT-Aufnahmen; ob einheitlichere Untersuchungsfenster zu zuverlässigeren Vorhersagen 

führen würden, bleibt offen. 

Einen weiteren limitierenden Faktor stellt das Fehlen einer externen Validierung dar. Ohne 

Überprüfung an unabhängigen Kohorten bleibt unklar, ob das Modell auch unter realen 

Bedingungen und in unterschiedlichen klinischen Kontexten seine Leistungsfähigkeit 

beibehält. Um dies zu ermöglichen, wurde Kontakt zu weiteren international tätigen, 

universitären Maximalversorgern aufgenommen; eine gemeinsame Metaanalyse mit einer 

Forschungsgruppe aus Taiwan befindet sich derzeit in Vorbereitung. 

Darüber hinaus fokussiert sich die vorliegende Studie ausschließlich auf CCT-basierte 

Informationen, während weitere diagnostisch relevante Modalitäten wie EEG, MRT-

Sequenzen, klinische Befunde oder zusätzliche laborchemische Biomarker nicht 

berücksichtigt wurden. Eine multimodale Datenintegration könnte künftig zu präziseren und 

robusteren Vorhersagen beitragen. 

Für zukünftige Arbeiten sind daher strukturierte, prospektive, multizentrische Studien zu 

empfehlen, um Generalisierbarkeit und Verlässlichkeit automatisierter Vorhersageverfahren 

zu erhöhen. Die Integration weiterer Modalitäten sowie der Einsatz fortschrittlicher 

maschineller Lernmethoden, insbesondere Transformer-Architekturen, tiefer neuronaler Netze 

und Autoencoder, bieten Potenzial für eine präzisere Vorhersage. Spieltheoretisch fundierte 

Erklärungsverfahren wie Shapley-Werte33  könnten dabei helfen, die Entscheidungsprozesse 

auch komplexer Modelle transparent und nachvollziehbar zu gestalten.  

Ein weiterer vielversprechender Ansatzpunkt liegt in der systematischen Untersuchung 

spezifischer Zeitfenster nach OHCA, innerhalb derer bildgebende Informationen besonders 

aussagekräftig sind. Dynamische, generative Modelle, die zeitliche Veränderungen im Gehirn 

abbilden, könnten die Vorhersage weiter verfeinern und zugleich das pathophysiologische 

Verständnis hypoxischer Prozesse vertiefen. Nicht zuletzt sind auch klinische, ökonomische 

und ethische Fragestellungen zu berücksichtigen, um eine verantwortungsvolle 

Implementierung solcher Verfahren in die klinische Praxis zu gewährleisten. 

Zusammenfassend bieten bildbasierte Verfahren zur Vorhersage des neurologischen 

Outcomes nach OHCA ein vielversprechendes Fundament, erfordern jedoch weitere 
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Validierungen und Optimierungen, bevor sie Eingang in die klinische Routine finden können. 

Ein multimodaler Ansatz, der verschiedene diagnostische Feature Sets kombiniert, könnte 

künftig zu einer individuelleren und klinisch relevanteren Outcome-Vorhersage beitragen. 

4.4. Schlussfolgerung 
Die Ergebnisse dieser Studie zeigen, dass das bildbasierte Vorhersagemodell aCCTa eine 

vielversprechende Leistungsfähigkeit zur Vorhersage des neurologischen Outcomes nach 

OHCA aufweist. Es übertrifft die manuell erhobene GWR und bietet damit eine objektivere, 

automatisierte Methode zur Analyse von CCT-Bildern, die subtile zerebrale Veränderungen 

erfasst. Während die Leistung von aCCTa zu frühen Zeitpunkten nach OHCA über derjenigen 

etablierter Biomarker wie NfL und NSE liegt, zeigt sich zu späteren Zeitpunkten eine 

zunehmende Überlegenheit dieser Laborparameter. Langfristig könnte aCCTa als wertvolle 

Ergänzung der Outcome-Prädiktion nach OHCA dienen; weitere prospektive Studien sind 

jedoch erforderlich, um seine Generalisierbarkeit und klinische Anwendung zu bestätigen. 
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6. Anhang 

6.1. Tabellenverzeichnis 
 

Tabelle 1: Kreuztabelle (Confusion Matrix) 


