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1. Zusammenfassung

Resektable Adenokarzinome des Osophagus und der ésophago-gastralen Ubergangszone
werden in der Regel neoadjuvant therapiert, * wozu in Deutschland aktuell im Wesentlichen
zwei Schemata, FLOT 2 und CROSS 3, angewandt werden. Das therapeutische Ansprechen
auf die Neoadjuvanz kann durch die Bestimmung des Regressionsumfangs am
Operationspraparat durch die Pathologie ermittelt werden. ! Der Regressionsumfang hat eine
prognostische Aussagekraft, denn Patient*Innen mit vollstandiger Tumorregression nach
Neoadjuvanz zeigen die glinstigste Prognose. #° Seit 2022 hat die Bestimmung der
Tumorregression zudem eine therapeutische Konsequenz in der adjuvanten Behandlung, da
Patient*Innen mit vitalem Tumorresiduum nach CROSS postoperativ eine Therapie mit
Immuncheckpoint-Inhibitoren erhalten sollen. ! Die zuverlassige Bestimmung des
Regressionsumfanges am Operationspraparat ist daher klinisch hoch relevant.

Ziel dieser Arbeit war es, einen Deep-Learning-basierten Algorithmus fur eben diese H&E-
gefarbten Resektatschnitte zu entwickeln. Der Algorithmus sollte unterschiedliche
Gewebearten, zum Beispiel Tumor- und Regressionsgewebe, mit hoher Sensitivitat und
Spezifitat erkennen kénnen und mithilfe von Resektatschnitten aus anderen Instituten auch
extern validiert werden. Auf Grundlage der Gewebeerkennung sollte der Regressionsumfang
durch die kunstliche Intelligenz (KI) bestimmt, mit den origindren Regressionswerten der
Patholog*Innen verglichen und auf die prognostische Aussagekraft Uberprift werden.

Ferner sollte probeweise die praktische Anwendung des Algorithmus als assistives Tool fir

Patholog*Innen fiir die Regressionsumfang-Vergabe getestet werden.

Als Trainingsmaterial fir den Algorithmus diente eine dreistellige Anzahl H&E-gefarbter
Objekttrager von verschiedenen EAC/ EGJ-Tumoren aus der Kdlner Universitatspathologie,
welche nach Digitalisierung mittels Whole-Slide-Scanner grundlich hinsichtlich ihrer
Gewebeklassen (z.B. regelrechte Schleimhaut, Submukosa, Muscularis propria, Karzinom,
etc.) mit der Open-Source-Software ,QuPath“ annotiert wurden. AnschlieRend erfolgte die
Patchextraktion. Mithilfe der generierten Patches wurde ein Convolutional Neural Network
(CNN) trainiert. Der Algorithmus wurde mit Tensorflow in Python entwickelt und die besten
Versionen hinsichtlich ihrer Genauigkeit bei Anwendung an einem kleinen, reservierten Subset
der Trainingsschnitte ausgewahlt. Die externe Validierung der Modelle auf Patch-Ebene
erfolgte an vier, dem Algorithmus ganzlich unbekannten Datasets aus unterschiedlichen
Pathologieinstituten und entsprechend divers H&E-gefarbten Objekttragern. Dabei wurden die
Ublichen Metriken zur Beurteilung von Machine Learning-Modellen wie u.a. AUROC,
Sensitivitat, Spezifitat und Genauigkeit erhoben. Samtliche statistischen Analysen wurden mit
»R* durchgeflhrt.



Danach wurden der Regressionsumfang fir komplette Operationsresektate mit einem
ausgewahlten Modell, welches bei der externen Validierung die besten Ergebnisse zeigte,
erhoben und mit den Regressionswerten der Patholog*innen im Befundbericht verglichen.
Zwei neue Parameter, das pratherapeutische Tumorvolumen und das absolute Volumen des
residuellen Tumors, wurden ermittelt und hinsichtlich ihres Potentials flir eine prognostische
Stratifizierung der Patienten untersucht.

20 Falle mit und 20 Falle ohne das assistive Tool wurden erneut von jeweils 3 Patholog*innen

hinsichtlich der Regression bewertet.

Das entwickelte Deep Learning-basierte Modell konnte sensitiv und spezifisch Tumor- und
Regressionsgewebe erkennen. Es erreichte in der externen Validierung eine AUROC von bis
zu 0,998 bei der Tumorerkennung und bis zu 0,991 bei der Regressionserkennung. Auch die
Erhebung des quantitativen Regressionsumfangs mittels Algorithmus war mdglich, wobei das
Modell in sechs Fallen vom Pathologen nicht erkanntes Tumorgewebe richtig als Karzinom
detektierte und den urspriinglichen Regressionsgrad adaptierte. Beim Vergleich der
Regressionswerte von Kl und Mensch wurde eine Unterschatzung des Regressionsumfangs
durch den menschlichen Betrachter evident. Dennoch war die Interrater-Reliabilitéat mit 63,3%
Ubereinstimmung (quadratisches Kappa von 0,749) hoch.

Die prognostische Stratifikation mit den Kl-basierten Scores erschien leicht besser als die mit
den Pathologen-Scores. Mit der Bestimmung des pra-therapeutischen Tumorvolumens wurde
ein neuer prognostischer Marker identifiziert. Dabei zeigte sich, dass ein geringes pra-
therapeutisches Tumorvolumen mit einem signifikant langeren Uberleben assoziiert war. Im
Anwendungsversuch als assistives Tool die Bearbeitungszeit, die die Patholog*innen pro Fall

bendtigten, mehr als halbiert und die Interrater-Ubereinstimmung erhéht werden.

Auch wenn der von uns trainierte Algorithmus gute Metriken aufwies, konnte er gegebenenfalls
durch den Einschluss weiterer extensiv annotierter Trainingsdaten aus anderen Instituten
weiter verbessert werden. Eine umfangreichere externe Validierung des Algorithmus an
weiteren Kohorten ist ratsam, um die institutsunabhéngige Generalisierbarkeit eindeutig zu
beweisen.

Um die Kl-berechneten Regressionsgrade und das pratherapeutische Tumorvolumen genauer
hinsichtlich ihrer prognostischen Bedeutung zu untersuchen, ist eine Studie mit grol3erer
Fallzahl und in prospektivem Ansatz notwendig. Der Algorithmus wurde im prospektiven
klinischen Teil ganz tberwiegend an mit CROSS neoadjuvant behandelten Tumoren getestet.
Wie gut daher die Resultate des Algorithmus auf mit FLOT vortherapierte Tumoren
Ubertragbar sind, bleibt Zustand zukinftiger Forschungsansatze. Perspektivisch kdnnte das

Modell nach diesen Validierungen an den klinischen Arbeitsplatz gelangen und dort ein
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objektiveres Regressionsgrading der vorbehandelten Osophagus-Karzinome erméglichen und

gleichzeitig Arbeitszeit einsparen.

10



2. Einleitung

2.1 Digitale Pathologie

2.1.1.Die Entwicklung zur digitalen Pathologie

Ein einzelner ,Geburtsmoment® der Pathologie existiert nicht, stattdessen haben viele kleine
Meilensteine zur Entwicklung der Pathologie in ihrer heutigen Form beigetragen: ©
Leichendissektionen fur anatomische Zwecke wurden bereits vor mehreren tausend Jahren
im heutigen Agypten durchgefiihrt, ® wahrend erste forensische Autopsien um das Jahr 1300
herum dokumentiert worden sind. 7 Als Mikroskope mit verbesserter Optik im 19. Jahrhundert
entwickelt wurden, schrieb Johannes Miller, Professor fir Anatomie, Physiologie und
Pathologie an der Berliner Universitat, das heute oft als erstes, histopathologisches Buch
gehandelte Werk ,Ueber den feinern Bau und die Formen der krankhaften Geschwiilste”. 68
Etwas spater, im Jahr 1858, begriindete Rudolf Virchow mit ,Die Cellularpathologie in ihrer
Begriindung auf physiologische und pathologische Gewebelehre* schliel3lich die zellulare
Pathologie. °

Die Pathologie als institutionalisiertes, eigenstandiges, medizinisches Fachgebiet gibt es erst
seit 1819, als Johann Friedrich Lobstein den ersten Lehrstuhl fiir Pathologie in Stral3burg

erhielt. 1011

Heutzutage beinhaltet die Facharztweiterbildung zum Pathologen in Deutschland gemaf
Weiterbildungsordnung (der Arztekammer Nordrhein) unter anderem die Durchfiihrung von
Obduktionen und die Aneignung makroskopischer Kenntnisse, die Befundung
histopathologischer und zytopathologischer Untersuchungen sowie die Interpretation
molekularpathologischer Diagnostik. 12 Aber auch die digitale Pathologie findet mittlerweile als
Ubergreifender Bestandteil der Ausbildung stichwortartige Erwahnung, ohne jedoch inhaltlich

konkretisiert zu werden. 12

Allgemein wird unter digitaler Pathologie im engeren Sinne das Scannen und Digitalisieren
physischer Glas-Objekttrager mittels spezieller Scanner fur whole slide images (WSI)
verstanden, 2 was ab 1999 mit der Entwicklung des ersten schnellen WSI-Scanners maglich
wurde. 14 Der Ausdruck umfasst im weiteren Sinne die Anwendung von kiinstlicher Intelligenz
(KI) und ihren Algorithmen, welche auf Grundlage der digital vorliegenden WSI zum Beispiel
Gewebearten analysieren oder diagnostische Aufgaben erledigen soll. 3

In einem Review-Article von Schwen et. al. ¥ wird die digitale Pathologie hingegen als
dreistufiger Prozess mit einer vorgeschalteten Stufe beschrieben, wobei der allgemeine

digitale Workflow mit papierlosen Befunden und Spracherkennung als erster, die Befundung
11



von digitalen WSI am Computer anstelle von physischen Objekttragern unter dem Mikroskop
als zweiter und die Anwendung von Algorithmus-basierten Assistenzprogrammen fir
Pathologen als dritter Schritt genannt wird. > Momentan befindet sich die Entwicklung nach
dieser Klassifikation an vielen Orten noch an der Schwelle zu Schritt 2, da die Routine-
Diagnostik standardmaRig noch mit dem (Licht-)Mikroskop durchgefiihrt wird. ® Die
Implementierung von vollstandig digitalen Workflows in der Routinediagnostik einschliel3lich
digitaler Befundung wurde in den letzten Jahren jedoch an einzelnen Instituten in mehreren
Landern, darunter Spanien und Norwegen, mit einem positiven Fazit eingefiihrt. 118 Aber auch
wenn die umfassende Routinediagnostik an den meisten Instituten noch nicht digitalisiert ist,®

werden digitale WSI bereits umfassender in der Lehre ° und Forschung 2°?! eingesetzt.

2.1.2.Artifical Intelligence, Machine Learning und Deep Learning

Nicht nur die digitale Pathologie, auch die (Informations-)Technik hat sich in den letzten Jahren
grundlegend weiterentwickelt und mit verbesserter Hardware wie z.B. schnelleren
Prozessoren und der einhergehenden Zunahme der Rechenleistung dem Deep Learning den
Weg geebnet. 22

Das Deep Learning (DL) ist ein Teilbereich der Kinstlichen Intelligenz bzw. Artificial
Intelligence (Al). 22 Der Bereich der Al umfasst dabei alle Ansatze, intellektuelle Aufgaben
durch Computer zu automatisieren, wéhrend die Subdisziplin des Machine Learnings (ML)
dem Computer als Informationen Input und erwarteten Output zur Verfugung stellt und dieser
daraus eigenstandig Regeln herleiten bzw. ,lernen” soll. 22 Das DL ist wiederum ein Teilbereich
des ML, der sich dadurch auszeichnet, dass zahlreiche Schichten mit verschiedenen Daten-
Reprasentationen zwischen Input- und Output-Layer existieren, was auch die Bezeichnung
,deep”“in ,deep learning” bedingt. 2 Diese Schichten sind in der Regel in der Form neuronaler
Netzwerke (NN) organisiert, bei denen die Input-Daten in mehreren sukzessiven Schichten
,gefiltert” werden und in jeder neuen Schicht veranderte Datenreprasentationen erfolgen.
Die einzelnen Reprasentationen in den Schichten sind dabei wie Netzwerke bzw. nichtlinear
miteinander verbunden. 2223

Weitere Faktoren, die die Entwicklung von DL ermagglicht und vorangetrieben haben, sind das
Internet und die damit einhergehende Verfiigbarkeit grof3er Datenmengen sowie die
Entwicklung besserer Algorithmen, mit denen man tiefe neuronale Netzwerke trainieren

kann.?

Seit die ImageNet Challenge, ein Wettbewerb zur Bilderklassifizierung, 2012 von der Gruppe
um Geoffrey Hinton mithilfe eines tiefen, convolutional neural networks (CNN) mit einer fur

damalige Verhaltnisse sehr niedrigen Fehlerrate gewonnen wurde, 2224 sind die CNN zum
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Standardalgorithmus bei der Bilderkennung und bei der Bewaltigung von visuellen und
anderen perzeptiven Aufgaben geworden. 22

Die Struktur eines CNN ist (neben dem Input und Output am Anfang bzw. Ende) grundsétzlich
wie folgt aufgebaut: die ,convolutional layers® sind der Hauptbestandteil, die dazwischen
liegenden ,pooling layers® vermindern den Output bzw. die Parameter und die am Ende des
CNN eingebaute ,fully connected/ dense layer” tragt die vorher gewonnenen Informationen
zusammen 2 und generiert in der Regel eine Wahrscheinlichkeitsverteilung als Output. 2
Dieser Aufbau hat den Vorteil, dass mithilfe des CNN lokale Strukturen gelernt und im
gesamten Bild wiedererkannt werden kénnen, #>2 wahrend beispielsweise reine ,dense
layer“-Modelle nur globale Muster erkennen kénnen. 22 Das DL-Modell ,lernt” dann, indem die
finalen Parameter wiederholt mithilfe einer Loss function upgedated werden, die die Ground
Truth mit den Vorhersagen des Modells vergleicht und die Diskrepanz zwischen beiden
Aussagen verringern soll. 2226

Wenn, wie in diesem Beispiel, mit gelabelten Daten gearbeitet wird, spricht man von
tberwachtem Lernen (engl. supervised learning). 2 Es gibt noch andere ML-Arten des
Lernens: das uniberwachte Lernen, bei dem ohne Annotationen bzw. Label gearbeitet wird
oder das semi-tuiberwachte Lernen als Zwischenform. 2° Jedoch wird das Uiberwachte Lernen

zum Trainieren von Algorithmen aktuell mit Abstand am haufigsten eingesetzt. 2%’

2.1.3.Deep Learning-basierte Modelle in der Medizin und in der

Pathologie

Die Verwendung von Algorithmen basierend auf DL und CNN findet mittlerweile in vielen
Lebensbereichen wie dem autonomen Fahren oder der Spracherkennung Anwendung. 22
Auch in zahlreichen medizinischen Fachern, die mit optischen Informationen arbeiten, wurden
seitdem DL-basierte Algorithmen entwickelt: Beispielsweise wird in der Ophthalmologie an
Systemen zur Erkennung von diabetischer Retinopathie in Fundusbildern geforscht, 262° in der
Dermatologie wird die KI-Methode =zur Differenzierung von Naevi vs. Melanom in
dermatoskopischen Fotos verwendet *3! und in der Radiologie werden DL-Algorithmen zur
Beurteilung von meist einzelnen Krankheitsbildern in diversen Modalitaten wie Ultraschall 2,
Rontgen 3334 und CT *° trainiert.

Pathologische Schnitte sind enorm informationsdicht — ein gescanntes WSI enthélt mehr Pixel
als ein ganzes Thorax-CT. 2! DL ist ein kraftvolles Mittel, um diese Informationen zu
extrahieren. 2! Dementsprechend wird auch in der Pathologie an zahlreichen Algorithmen zur
einfachen Tumorerkennung und -subtypisierung in histologischen Slides geforscht. 2! Ebenso

werden Modelle zum Gleason-Grading von Prostata-Karzinomen 363" und fortgeschrittene
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Algorithmen mit dem Ziel der Uberlebensvorhersage bei kolorektalem Karzinom 38:3°
entworfen.

Wahrend in der gastrointestinalen Histopathologie viele Modelle zu kolorektalen Karzinomen
entwickelt werden, %83 gibt es zum Adenokarzinom des Osophagus bisher weniger
Forschungsaktivitat: Uns war zum Zeitpunkt der Paper-Publikation nur eine Studie, die sich

mit der EAC-Erkennung in bioptischen Proben befasste, 4° bekannt.

2.2 Osophaguskarzinome

2.2.1.Epidemiologie

Auf geschatzte 19,3 Millionen bdsartige Neubildungen weltweit im Jahr 2020 entfielen
ungefahr 600.000 Falle auf Osophaguskarzinome (EC), ** wonach es sich dabei global
betrachtet um die Krebsart mit der siebthéchsten Inzidenz handelte. 4* Auf die Mortalitat
bezogen landete das EC sogar auf dem sechsten Platz. 4

Auch in Deutschland sind Osophaguskarzinome mit 7.550 Neuerkrankungen im Jahr 2018
eine zahlenm&Rig bedeutsame Entitat, wobei Méanner etwa dreimal haufiger als Frauen an
Speiserdhrenkrebs erkranken und ein mittleres Erkrankungsalter von 68 Jahren aufweisen,
was es vorrangig zu einer Karzinomerkrankung von Mannern hoheren Alters macht. 42
Internationale Zahlen bestatigen ebenfalls, dass Manner zwei- bis drei-mal haufiger an

Osophagus-Tumoren leiden als Frauen. 4

Histologisch muss zwischen zwei Haupttypen, den Adenokarzinomen und den
Plattenepithelkarzinomen, unterschieden werden. Dies ist besonders auch darum relevant,
weil seit den 90er-Jahren global betrachtet eine Abnahme der ESCC-Inzidenz und ein
gegenlaufiges Ansteigen der EAC-Inzidenz zu beobachten ist. > Zwar waren 2020 weltweit
noch 85% aller Osophaguskarzinome dem ESCC zuzuordnen und lediglich 14% dem EAC, *
jedoch war das EAC in vielen Landern mit einem hohen HDI wie z.B. Australien und Kanada
mittlerweile der dominante Subtyp. * Uber die letzten Jahrzehnte ist der Anteil der
Adenokarzinome an den Osophaguskarzinomen auch in Deutschland angestiegen und liegt

mittlerweile Uber dem Anteil der Plattenepithelkarzinome. 42

Eine pradiktive Berechnung geht davon aus, dass die absolute Zahl von EAC-Erkrankten bis
2030 aufgrund von steigendem Erkrankungsrisiko und einer veréanderten demographischen
Situation weiter zunehmen wird. 4° Fir die mannliche Bevolkerung der Niederlande wurde fur
2030 sogar ein kumulatives Risiko von 1% beziglich einer EAC-Erkrankung berechnet. 4 Eine
weitere Studie prognostiziert eine Zunahme der EAC-Inzidenz um 82% im Zeitraum von 2021
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bis 2040 fur die Gruppe der 40- bis 65-Jahrigen in den USA. “¢ Die genannten Zahlen
verdeutlichen, dass die Forschung an dieser Tumorentitat zunehmend an klinischer Relevanz

gewinnen konnte.

2.2.2.Atiologie und Pathogenese

Ein starker, altbekannter Risikofaktor fir die Entwicklung eines EAC ist die Symptomatik der
gastroosophagealen Refluxkrankheit (GERD), welche in Studien in der Regel die Symptome
Regurgitation und Sodbrennen umfasst. 4/*® So wurde bereits in einer Fall-Kontrollstudie aus
den 90er Jahren in Schweden beschrieben, dass sich das Erkrankungsrisiko fur ein EAC bei
Personen mit wochentlicher GERD-Symptomatik im Vergleich zu asymptomatischen
Menschen beinahe verachtfachte. 48 In spateren Untersuchungen wie beispielsweise einer
Metanalyse aus dem Jahr 2014 wurde ebenfalls eine deutliche positive Korrelation zwischen
EAC-Erkrankungsrisiko und GERD-Symptomatik nachgewiesen, wobei auch eine Dosis-
Wirkung-Beziehung beziiglich der Dauer und der Frequenz der Symptomatik festgestellt
wurde: Am hdchsten war die OR mit 6,24 (95% CI: 3,37; 11,55) bei Proband*innen mit seit
Uber 20 Jahren bestehenden Beschwerden im Vergleich zu asymptomatischen

Proband*innen. #’

Auch das Vorliegen eines Barret-Osophagus (BE) z&hlt zu den Risikofaktoren fiir ein EAC. 4°
Eine populationsbasierte Kohortenstudie aus Danemark berechnete im Vergleich zur
Allgemeinbevélkerung ein relatives Risiko von 11,3 (95% CI: 8,8; 14,4). ° Dennoch lag das
absolute jahrliche Risiko, ein EAC zu entwickeln, fir Menschen mit vorbekanntem BE nur bei
ca. 0,12% bis 0,16%. 45

Zu den seit Langem bekannten pradisponierenden Faktoren fur die Entstehung von EAC z&hlt
auBerdem ein erhohter BMI, °°2 wobei neuere Studien darauf hinweisen, dass insbesondere
ein vergroRerter Bauchumfang als Parameter fur die abdominelle Adipositas, im Gegensatz
zur peripheren/ gluteofemoralen Adipositas oder allgemeinen Adipositas, mit einem erhghten

Risiko einhergeht. 5354

Als weitere Risikofaktoren wurden die Achalasie (im Kardiabereich) %° und Stenosen nach
Veratzung der Speiserohre beschrieben. % Wahrend Tabakkonsum das Risiko fir ein EAC
steigert und eine positive Korrelation zwischen Dosis/ Dauer und Risiko beobachtet worden
ist,57:58 konnte durch vermehrten Alkoholkonsum keine Risikoerhéhung festgestellt werden. 7
Etwa 7% der EAC-Falle treten zudem familiar gehauft auf und lassen eine genetische

Komponente vermuten. °°
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Bei der Entwicklung der EAC wird pathogenetisch von einer Metaplasie-Dysplasie-Karzinom-
Sequenz ausgegangen: Dabei kommt es aufgrund von beispielsweise GERD zunéchst zu
einer lokalen Entzindungsreaktion, in deren Folge eine intestinale Metaplasie mit
Umwandlung des normalen, mehrschichtigen Plattenepithels des distalen Osophagus in ein
Zylinderepithel vom intestinalen Typ entsteht. 66! Dieser sogenannte Barrett-Osophagus (BE)
kann sich von einer nicht-dysplastischen Form tber eine Low-Grade-Dysplasie (LGD) und eine

High-Grade-Dysplasie (HGD) bis hin zu einem EAC entwickeln. 52

Im Vergleich zum nicht-dysplastischen BE geht von einer LGD bereits ein etwa 4-fach erhdhtes
Risiko einer Progression zu einer HGD oder einem EAC aus. ® Zudem kann eine BE
endoskopisch nach der Prag-Klassifikation bezlglich der zirkumferenziellen und der
maximalen Ausdehnung der BE ® sowie historisch nach der Lange in short-segment-BE
(<3cm) und long-segment-BE (>=3cm) eingeteilt werden, % wobei die Lange des BE-
Segments positiv mit dem Progressionsrisiko korreliert.

2.2.3.5ymptome

Das haufigste Symptom einer malignen Neubildung des Osophagus ist die Dysphagie, sie tritt
oft in Kombination mit Gewichtsverlust auf. > Das Leitsymptom der Dysphagie bringen aber
nur wenige Menschen mit Krebs in Verbindung. %7 Weitere Beschwerden sind Sodbrennen,
Odynophagie, epigastrische und thorakale Schmerzen, Blutungen und Kurzatmigkeit. ©>¢°

Die Leitlinie empfiehlt eine frihzeitige OGD bei allen Patienten mit neu aufgetretener
Dysphagie, GI-Blutung, Gewichtsverlust, Inappetenz, Dyspepsie sowie rezidivierender

Aspiration und rezidivierendem Erbrechen. !

2.2.4.Diagnostik

Gemal der deutschen S3-Leitlinie zur Diagnostik und Therapie der Plattenepithelkarzinome
und Adenokarzinome des Osophagus in der Version 3.1 vom Juni 2022 sollte zur
Primardiagnostik als Standardverfahren eine Osophago-Duodeno-Gastroskopie (OGD) mit
hochauflésender Videoendoskopie und begleitender Biopsie-Enthahme aus allen suspekten
Lasionen erfolgen. * Es wird zudem empfohlen, die OGD mit der Chromoendoskopie mit
Lugol'scher Lésung oder einem computergestiitzten digitalem (Filter-)Verfahren, wie z.B. dem
Narrow-Band-Imaging, zu ergdnzen, da diese zu einer verbesserten Erkennung von

Dysplasien beitragen kénnen. !
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Bei der Diagnose eines invasiven Karzinoms schlief3t sich das Staging an, wobei eine genaue
Klassifikation des Tumors nach der UICC/ AJCC-TNM-Klassifikation geman der aktuellen, 8.
Edition %8 angestrebt wird. ?

Beim Osophaguskarzinom beschreibt die T-Kategorie die Tiefenausdehnung des Tumors in
die Wandschichten, die N-Kategorie den regionaren Lymphknotenbefall und die M-Kategorie
das Vorliegen von Fernmetastasen (einschlie3lich dem Befall nicht-regionarer Lymphknoten).
1 Je nach Kombination der Kategorien entspricht dies einem UICC-Stadium von 1-4. 1

Neben dem klinischen Staging, welches die genannten drei Kategorien einschlie3t und dessen
pratherapeutische Erhebung der Therapieentscheidung dient, werden histo-pathologische
Informationen aus der Biopsie gewonnen. ! Nicht zu verwechseln sind diese Informationen mit
dem postoperativen pathologischen Staging ((y)pTNM), welches fiir die Prognose besonders
relevant ist. !

Auch die anatomische Lokalisation des Tumors soll beim Staging genau ermittelt werden,
wobei zwischen zervikalen Karzinomen, (intra-)thorakalen Karzinomen und Karzinomen des
gastroosophagealen Ubergangs (AEG) unterschieden wird. ! Die AEG werden anhand ihres
Bezugs zur Z-Linie nach Siewert in 3 Typen eingeteilt, wobei Typ 3 zu den Magenkarzinomen
zahlt. 8

Beim préatherapeutischen Primérstaging sollte bei kurativem Therapieziel zundchst ein
endoskopischer Ultraschall (EUS) durchgefiihrt werden, der aufgrund seiner hohen lokalen
Ortsauflésung als gut geeignet zur Beurteilung des T-Stadiums sowie des lokalen N-Stadiums
bei AEG gilt. ! Die additive Feinnadelpunktion (FNP) der Lymphknoten kann die Genauigkeit
des N-Stagings erhdhen, allerdings gibt es bisher wenige Studien und zudem
Einschrankungen dieses Verfahrens aufgrund der Untersucherabhangigkeit, bei kleinen
Lasionen und bei stenosierenden Tumoren. !

Beim Staging rét die Leitlinie zudem zu einer B-Bild-Sonographie (US) des Abdomens zum
Ausschluss von Lebermetastasen. ! Durch den Einsatz von gasgefiillten Mikroblaschen als
Kontrastmittel im Sinne einer kontrastverstarkten Sonographie (CEUS) kann die Sensitivitéat
und Spezifitat des Verfahrens weiter verbessert werden. !

AuRerdem sollte eine Multidetektor-CT-Aufnahme (MDCT) von Thorax und Abdomen sowie
auch des Halses erfolgen, sofern nicht bereits ein zervikaler US vorliegt. * Diese Aufnahme
sollte in Hydro-Technik gefahren werden, was die Gabe von oralem, negativem Kontrastmittel
(KM) und intravendsem, positivem, iodhaltigem KM bedeutet. * Eine MRT-Aufnahme kann bei
Kontraindikationen fur das CT, beispielsweise bei Kontrastmittelallergie, oder als Erganzung

eingesetzt werden. * Auf ein Becken-CT kann laut Leitlinie verzichtet werden. *
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Bei lokal fortgeschrittenen Tumoren (entsprechend cT2-4 oder N+) kann, bei Vorliegen einer
daraus resultierenden therapeutischen Konsequenz, erganzend eine PET/ CT-Untersuchung
zur Metastasensuche erfolgen, weil die Untersuchung beziglich des M-Status die htchste
Sensitivitat aufweist. * Eine flexible Bronchoskopie sollte zusatzlich durchgefuhrt werden,
sofern ein lokal fortgeschrittener Tumor mit Bezug zum Tracheo-Bronchialsystem vorliegt und
er sich nicht unterhalb der Carina befindet. * Eine diagnostische Laparoskopie kann bei AEC
des distalen Osophagus und bei AEC in fortgeschrittenen Stadien erfolgen und dient dem

Ausschluss von Lebermetastasen und peritonealem Befall im M-Staging. *

2.2.5.Therapie

Laut Leitlinie soll die Therapieempfehlung beim Osophaguskarzinom grundsatzlich in einer
interdisziplindren Tumorkonferenz getroffen werden und sowohl medizinische Umstande wie
das Staging als auch patientenbezogene Faktoren wie Komorbiditaten, Ernahrungszustand
und Patientenwillen beriicksichtigen. ! Es muss zwischen kurativen und palliativen

Therapieanséatzen unterschieden werden. *

Bei hochgradigen Dysplasien oder mukosalen Adenokarzinomen mit histologisch geringem
Risiko (LO, VO, G1/ G2, keine Ulzerationen) soll eine endoskopische Resektion (ER) mit
kurativer Intention durchgefuihrt werden, bei oberflachlichen submukosalen Adenokarzinomen
kann die ER in manchen Féllen eine Alternative zum operativen Verfahren sein. ! Der Begriff
ER umfasst dabei sowohl die endoskopische Mukosaresektion (EMR) als auch die
endoskopische Submukosadissektion (ESD). ! Je nach Infiltrationstiefe und LasionsgréRe
muss vom Durchfiihrenden ein geeignetes endoskopisches Verfahren und die geeignete
Technik wie z.B. komplett/ "en bloc" oder "piece meal" ausgewahlt werden. *

Nach der ER soll die nicht-neoplastische Barrett-Mukosa zudem thermisch abgetragen
werden, wofir die etablierten Methoden der Radiofrequenzablation (RFA) und die Argon-
Plasma-Coagulation (APC) eingesetzt werden. 9170 Dieses zweistufige Konzept soll das
Auftreten von metachronen Neoplasien und Rezidive verhindern. 7 Im Anschluss daran
sollen Kontroll-Endoskopien in groRer werdenden Abstanden erfolgen. ?

Hingegen soll bei einer Barrett-Mukosa ohne Nachweis einer Dysplasie keine ER oder Ablation
erfolgen. 7° Bei einer LGD, welche nicht endoskopisch sichtbar aber histologisch nachweisbar
ist, soll eine Kontroll-OGD in zwei bis drei Monaten durchgefihrt werden. " Bleibt diese
Konstellation der LGD bei der Kontrolle bestehen, sollte sie per RFA abgetragen oder alternativ
engmaschig endoskopisch kontrolliert werden, da bei einer LGD bereits von einem relevanten
Progressionsrisiko ausgegangen wird. ° Die Starke der Empfehlungen bei LGD variiert

zwischen den deutschen Leitlinien fir GERD und EC. 170
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Die chirurgische Resektion kommt bei kurativem Therapieziel standardmafig bei allen
operablen und resektablen Osophaguskarzinomen im mittleren und distalen Drittel inkl. AEG
Typ 1 zum Einsatz, wobei das Verfahren der ersten Wahl die rechts transthorakale subtotale
Osophagektomie mit Resektion des proximalen Magens und Rekonstruktion mit
Magenhochzug und intrathorakaler Anastomose darstellt. 't Bei AEG Typ 2 kann als
gleichwertiges, alternatives Verfahren die transhiatale erweiterte Gastrektomie mit distaler
Osophagusresektion und Rekonstruktion mit End-zu-Seit-Osophagojejunostomie Roux-Y zum
Einsatz kommen, welche bei AEG Typ 3 (zu dem Magenkarzinome zahlen) das
Standardverfahren ist. *

Zur operativen Therapie gehort standardmaRig auch die Zweifeld-Lymphadenektomie mit
Entfernung der thorakalen und abdominellen Lymphknoten (LK). ! Wichtig ist dabei eine
ausreichende Anzahl an entfernten Lymphknoten fur die Diagnose des Status pNO, denn es
sollten je nach Tumor-Lokalisation mindestens 7 bzw. 16 LK untersucht worden sein. 18 (Im
sehr selten auftretenden Fall der Adenokarzinome im zervikalen Osophagus 7>7 wird anders
verfahren: Hier soll die operative Therapie gegentber der definitiven Radiochemotherapie
abgewogen werden und im Falle der operativen Intervention eine zervikale
Osophagusresektion (ber eine obere Sternotomie mit Entfernung der regionaren
Lymphknoten und Rekonstruktion Uber ein Jejunuminterponat oder eine totale
Osophagektomie erfolgen. *

Die chirurgische Therapie (meist ein 2-Hohlen-Eingriff in Thorax und Abdomen) sollte
entweder total minimalinvasiv oder in Hybrid-Technik, das heil3t in einer Kombination von
minimalinvasiven und offenen Verfahren, durchgefuihrt werden. * Sie soll an einer Klinik mit
hoher Fallzahl * und erst nach préaoperativ durchlaufener Risikoanalyse fiir postoperative
Komplikationen !, z.B. durch den Kdlner Risiko-Score nach Schroder et. al. ", durchgefihrt

werden.

Auch die Bestrahlung und die Anwendung von Zytostatika kommen im kurativen
Therapiealgorithmus der EACs inkl. AEGs im Rahmen der praoperativen Radiochemotherapie
(RCT) und perioperativen Chemotherapie (ChT) zum Einsatz. * Wahrend die préaoperative RCT
oder alternativ die perioperative ChT beim lokal fortgeschrittenen Tumor (cT3/4 oder N=1-3)
durchlaufen werden soll, * kann die perioperative ChT auch schon beim lokal begrenzten
Karzinom (cT2) angewandt werden. ! Im Unterkapitel 2.2.6. wird detaillierter auf die
verschiedenen, daftr zur Verfigung stehenden Therapie-Optionen und -schemata
eingegangen.

Nachdem die RCT oder die praoperativen Zyklen der ChT abgeschlossen wurden, soll vor der

sich anschlieBenden geplanten Operation erneut der Ausschluss von Fernmetastasen
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erfolgen !, da ein metastasiertes Adenokarzinom eine palliative bzw. nicht-operative Therapie

erfordern wurde. !

Bei mangelnder Resektabilitdt des Tumors oder fehlender Operabilitat des Patienten/ der
Patientin, soll bei potenziell kurabler Situation anstatt der chirurgischen Therapie eine definitive
Radiochemotherapie erfolgen. ! Bei Tumorpersistenz oder -rezidiv nach RCT ohne
Fernmetastasen kann eine Salvage-Operation unternommen werden. * Bei postoperativ
diagnostiziertem Understaging kann ein/e nicht neoadjuvant vorbehandelte/r Patient/in eine

postoperative RCT oder ChT erhalten. *

Seit der Aktualisierung der Leitlinie im Jahr 2022 gibt es fiur den Einsatz des Checkpoint-
Inhibitors Nivolumab, einem Anti-PD1-Inhibitor/ AK, eine ,Soll“-Empfehlung fir eine einjahrige
adjuvante Therapie, falls nach RCT und RO-Resektion in den histologischen Préparaten
weiterhin residualer Tumor festgestellt wird. ! Diese neue Empfehlung ist die Konsequenz aus
der internationalen randomisierten, kontrollierten Doppelblindstudie CheckMate 577, in der
das krankheitsfreie Uberleben in der Placebo-Gruppe mit im Median 11,0 Monaten deutlich
geringer war als in der Nivolumab-Gruppe mit 22,4  Monaten. &
Dies hat potenziell eine grol3e klinische Bedeutsamkeit fur die betroffenen Patient*Innen -
insbesondere, weil die Uberlebensraten bei inkompletter histopathologischer Regression im
Vergleich zum kompletten Ansprechen schlecht sind. 4° Zwar musste die adjuvante Therapie
im Nivolumab-Arm héaufiger aufgrund von medikamentts bedingten Nebenwirkungen
abgebrochen werden (9%, vs. 3% im Placebo-Arm). " Jedoch war die mittels FACT-E-
Assessment erhobene Lebensqualitat in beiden Studienarmen vergleichbar gut und lasst die
Hypothese zu, dass die Nivolumab-Gabe die Lebensqualitat im Vergleich zur Placebo-Gabe
nicht wesentlich beeintrachtigt ”® und die Immuntherapie daher bei Fehlen von Abbruch-

Kriterien mit guter Vertraglichkeit auf Patientenseite durchgefiihrt werden kann.

Wenn eine kurative Therapie nicht moglich ist, soll den Erkrankten eine palliative Therapie
angeboten werden, in deren Zentrum der Erhalt der Lebensqualitit und eine
Uberlebensverlangerung stehen. * Eine palliative Systemtherapie soll in Abhangigkeit von den
pradiktiven, molekularen Faktoren HER2-Status und PD-L1 CPS gegeben werden, wobei ein
positiver HER2 ein pradiktiver Faktor fur Trastuzumab und hohe PD-L1 CPS-Werte ein
pradiktiver Faktor fur eine Immun-Checkpoint-Therapie mit Nivolumab oder Pembrolizumab
sind. ! Auch Zwei- oder Dreifach-Kombinationen konventioneller Zytostatika, besonders
Platinderivate und Fluorpyrimidine, sollen je nach Konstellation eingesetzt werden. *

Weitere Konzepte der Palliativtherapie umfassen die perkutane Radiotherapie (ggf. in

Kombination mit simultaner Chemotherapie) bei lokaler Symptomatik, die palliative
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Brachytherapie oder selbstexpandierende Metallstents bei Dysphagie, die intraluminale
thermoablative Therapie bei exophytischem Tumorwachstum und insbesondere auch die

begleitende psychoonkologische Versorgung der Erkrankten. *

Die adaquate ernahrungsmedizinische Versorgung soll in allen Phasen der Versorgung
sichergestellt werden.  Eine strukturierte Nachsorge sollte neuerdings denjenigen Patienten
angeboten werden, die (potenziell) kurativ behandelt worden sind und bei denen sich zudem
eine therapeutische Konsequenz durch Erkenntnisse der Nachsorgeuntersuchungen ableiten

lieRen. * Alle anderen sollen eine symptomorientierte Nachsorge erhalten. !

2.2.6.Neoadjuvante Therapieoptionen bei operablen Tumoren im
Detail

Die neoadjuvante Therapie ist mittlerweile fester Bestandteil in der Behandlung von
resektablen EACs inklusive EGJs bei operablen Patienten. ! Dabei finden in der aktuellen
Leitlinie die praoperative RCT und die perioperative ChT Erwahnung, wohingegen eine
alleinige Radiotherapie (RT) nicht empfohlen wird. * Wahrend das CROSS-Schema ein
etabliertes Verfahren fir die RCT ist, ® wird das FLOT-Schema aktuell oft fir die ChT genutzt.?

CROSS. Bereits friih wurde in Metaanalysen postuliert, dass eine neoadjuvante Therapie in
Form einer RCT oder ChT im Vergleich zu einer alleinigen Operation das Uberleben bei
Patient*Innen mit resektablem Osophaguskarzinom verbessern kénnte. 76

Spater konnte die prospektive, randomisierte und kontrollierte Studie von van Hagen et. al. fir
das Neoadjuvanz-Schema CROSS in Kombination mit darauffolgender operativer Resektion
bestétigen, dass dieser Ansatz das Gesamtlberleben der Patient*Innen im Vergleich zu einer
alleinigen Operation verlangerte. 7’ Das CROSS-Schema beschreibt dabei ein RCT-Protokaoll,
bei welchem préaoperativ finf Zyklen Carboplatin und Paclitaxel mit simultaner Radiotherapie
(41,4Gy) verabreicht werden. 3 Es konnte ein signifikant langeres medianes Gesamtiiberleben
von 49,4 Monaten in der Gruppe der neoadjuvant vorbehandelten Patient*Innen gemessen
werden, wahrend die Kontrollgruppe, die nur eine Operation erhielt, auf 24,0 Monate kam. ”’
Zudem war die Rate an RO-Resektionen in der neoadjuvant vorbehandelten Gruppe signifikant
hoher, wahrend die Nebenwirkungen des CROSS-Schemas von den Autoren als akzeptabel
eingestuft wurden. " Zwei darauffolgende Auswertungen der Follow-Up-Daten derselben
Studie Uber bis zu 10 Jahre bestétigten eine Verlangerung des Gesamtiiberlebens, 78 wobei
der Prognosevorteil bei Plattenepithelkarzinomen deutlicher ausfiel als bei Adenokarzinomen.®
Die Autoren schlussfolgerten zudem anhand der 10-Jahres-Follow-Up-Daten, dass der durch

die zusatzliche Neoadjuvanz generierte Uberlebensvorteil wesentlich durch ein Senken der
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lokoregionaren Rezidivrate zustande kam, besonders in den ersten 5 Jahren das
GesamtlUberleben verbesserte und aber in der Folge zu einem, auch nach 10 Jahren noch
messbaren, Prognosevorteil fihrte. ® So waren im CROSS-Arm der Studie nach 10 Jahren

noch 36% der Proband*Innen am Leben, wahrend es im Kontroll-Arm noch 26% waren. "8

FLOT. Bereits um die Jahrtausendwende begann eine intensive Forschung im Bereich der
perioperativen Applikation einer Chemotherapie bei operablen Adenokarzinomen des distalen
Osophagus sowie des Magens. 78 Zwei randomisierte, prospektive Studien untersuchten die
Auswirkung einer perioperativen Behandlung mit Epirubicin, Cisplatin und Fluorouracil (ECF)
bzw. nur mit Cisplatin und Fluorouracil (CF) und stellten jeweils eine signifikant bessere 5-
Jahres-Uberlebensrate in der Gruppe mit zusatzlicher (E)CF-Therapie im Vergleich zur
Gruppe mit alleiniger Operation fest. 7%8° Dabei betrug die 5-Jahres-Uberlebensrate im OP-
Arm der Studien 23% bzw. 24% und in dem Arm mit zusatzlicher systemischer neoadjuvanter
und adjuvanter Chemotherapie 36% bzw. 38%. 798°

Eine Studie von Al-Batran et. al. aus dem Jahr 2016 verglich die perioperative Therapie nach
dem bewahrten ECF/ ECX-Schema mit der Therapie nach dem neueren FLOT-Schema. 2 Das
FLOT-Schema bestand dabei aus der Gabe der Wirkstoffe Fluorouracil, Leucovorin,
Oxaliplatin und Docetaxel in vier pra- und vier postoperativen Zyklen. 2 Die Studie bilanzierte,
dass bei einem Vergleich der beiden Gruppen die Rate an histopathologischen
Komplettremissionen in der FLOT-Gruppe signifikant haufiger auftrat. 2 Eine komplettes
histopathologisches Ansprechen ist wiederum im Allgemeinen mit einem besseren Uberleben
assoziiert. “° Eine weitere Auswertung der Phase-2/3-Studie der gleichen Forschergruppe
stellte zudem ein mit 50 Monaten deutlich langeres medianes Uberleben in der FLOT-Gruppe
als in der ECF/ ECX-Gruppe fest, welche nur auf 35 Monate kam. 8 Zwar inkludierte die Studie
nur etwa zur Halfte EGJ-Tumoren, wahrend die restlichen Proband*Innen an
Magenkarzinomen erkrankt waren - allerdings war das Gesamtiberleben in der
Subgruppenanalyse in der EGJ-Gruppe ebenfalls signifikant langer im Vergleich zur ECF/
ECX-Gruppe. & Daher kann das FLOT-Schema mittlerweile in der Praxis als neuer Standard

fur die perioperative ChT bei EGJ- und Magenkarzinomen angesehen werden. 8281

FLOT vs. CROSS. Die 5-Jahres-Uberlebensraten (5-JUR) in diesen wegweisenden Studien
waren mit 45% im FLOT-Arm in der Studie von Al-Batran et. al. und mit 47% im CROSS-Arm
in der Studie von Shapiro et. al. vergleichbar hoch. 38! Der direkte Vergleich der beiden
Therapiealgorithmen (CROSS und FLOT) innerhalb einer Studie wird u.a. im Rahmen der
prospektiv randomisiert-kontrollierten Multicenter-Studie ESOPEC angestrebt und ist zum
Zeitpunkt des Schreibens noch ausstehend (Stand: 28.12.2023). 8384 Zwei aktuelle Studien
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mit grof3en Fallzahlen konnten bisher keinen signifikanten Unterschied beim Gesamtuberleben
(overall survival/ OS) zwischen beiden Gruppen feststellen. 8586

Den vergleichbaren 5-Jahres-Uberlebensraten stand ein Unterschied in der Rate der
histopathologisch erreichten kompletten Regressionen gegentber, welche bei 15% bei FLOT-
Therapie 2 und 29% bei CROSS-Therapie ’* , jeweils in Kombination mit der operativen
Versorgung, lag. Gleichzeitig wird dem Regressionsumfang eine prognostische Aussagekraft
zugesprochen 845 wodurch die vergleichbaren 5-JUR der beiden Neoadjuvanz-Schemata in
indirektem Widerspruch zu den unterschiedlichen Komplett-Regressionsraten stehen.

Fur eine bessere Vergleichbarkeit wurden daher in die Testkohorte fir die Teiluntersuchung
zur prognostischen Validierung des Algorithmus (Testkohorte UKK 2 - Test 2) vorrangig nur

mit CROSS vorbehandelte Patient*Innen eingeschlossen.

2.2.7.Pathologie/ Histologie

Aufgrund der vermuteten Metaplasie-Dysplasie-Karzinom-Sequenz 9961 kommt der
histologischen Diagnostik der einzelnen Stufen eine wichtige Rolle zu. In Deutschland wird die
Diagnose Barrett-Mukosa formal bei histologischem Vorhandensein von spezialisiertem
intestinalen Zylinderepithel mit Becherzellen im distalen Osophagus gestellt. 7© Wird in der
metaplastischen Barrett-Mukosa eine Dysplasie festgestellt, soll noch ein/fe zweite/r
Pathologe/in zur Beurteilung herangezogen werden und bei Unsicherheit eine weitere dritte,
externe Person, da die Dysplasie-Diagnostik eine hohe Interobserver-Variabilitat aufweist. *
Bei Durchbrechung der Basalmembran durch das dyplastische/ neoplastische Epithel (und
Infiltration der darunter liegenden Schichten) ist schlieRlich die Definition des Osophagus-

Karzinoms erfullt. *

Bei einer Biopsie sollte im Befundbericht neben der Art der neoplastischen Lasion (LGD/ HGD/
invasives CA) und der Bestimmung des histologischen Subtyps (Plattenepithel,
Adenokarzinom, Sonstige) auch das Grading °® und das Vorhandensein von Barret-Mukosa
notiert werden. ! Um das Vorhandensein maligner Lasionen beurteilen zu kénnen, werden in
der Praxis in der Regel mindestens vier Biopsien aus fraglichen Arealen entnommen. ?

Der Befundbericht beziglich eines Resektats sollte erweitert werden um die MalRe der
malignen Lé&sion, den erweiterten TNM-Status mit Invasionstiefe, Lymphgefaf3- oder
Veneninvasion und die Beurteilung der Resektionsrander. *

Der histopathologische Befund von Osophagus-Resektaten nach neoadjuvanter (Radio-
)Chemotherapie sollte gemaR Leitlinie einen Regressionsscore/ ein tumor regression grading
(TRG) enthalten, * da von einer gewissen prognostischen Aussagekraft des TRGs
ausgegangen wird. 8691 Es gibt mehrere Klassifikationssysteme, von denen sich international

bisher keines durchgesetzt hat. ! In Deutschland werden die Systeme von Becker et. al. 8 und
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Mandard et. al. & haufig genutzt, wohingegen im englischsprachigen Raum modifizierte Ryan-
Systeme 8 gelaufiger sind. * Wahrend das fiinfstufige Mandard-System das Vorhandensein
von Tumorzellen im Verhaltnis zu fibrotischen Verdnderungen beurteilt und semiquantitativ
ist® ist die vierstufige Klassifikation nach Becker rein quantitativ und setzt auf die Bestimmung
des Anteils vom Residualtumor am geschétzten (pratherapeutischen) Tumorbett. 8 Konkret
teilen Becker et. al. ihren Score ein in Grad 1a (komplette Regression oder 0% Residualtumor),
1b (subtotale Regression mit <10% Residualtumor), 2 (partielle Regression mit 10-50%
Residualtumor) und 3 (kaum/ keine Regression mit >50% Residualtumor). & Der in Kdln
vorrangig genutzte Kdlner Score entspricht im Wesentlichen dem Becker-System, da er
ebenfalls vierstufig ist und die gleichen quantitativen Cut-Off-Werte benutzt *° — allerdings
erfolgt die Nummerierung von 1 bis 4 und er ist invers, sodass ein Kdlner Regressionsscore

von 1 (>50% Residualtumor) im Becker-System einem Grad 3 entspricht. %

College of American Japanese society for
Mandard Becker Cologne g€ o p ety
Pathologists esophageal disease
Absence of residual can-
et Wil (13 SEETN No carcinoma SRS e ae- No viable cancer cells No viable residual
TRG 1 | through the various layers | TRG la v se / no carcinoma 3
present (complete response) tumor cells
of the oesophageal wall present
(complete regression)
Rare residual cancer cells o : o ’ Single cells or rare small ’
TRG 2 | scattered through the TRG 1b < 10% carcinoma 1] < 10% carcinoma groups of cancer cells 2 < 1/3 residual
I present present tumor cells
fibasi s (near complete response)
i 5 5 >1/3 but < 2/3
An increase in the number Residuatcancer Wl-th e 1b | residual tumor
" o . © q dent tumor regression, but
of residual cancer cells, 10-50% carcino- 10-50% carcino- h cells
TRG 3 P 5 TRG 2 1} more than single cells or
but fibasi s ¢ill p edom - ma present ma present i
- rare small groups of can- 1a | > 2/3 residual
cer cells (partial response) tumor cells
TRG 4 Residual cancer out- Extensive residual can-
growing fibsi s TRG 3 | > 50% carcinoma > 50% carcinoma cer with no evident tumor 0 | Noeffect
TRG 5 Absence of regressive present present regression (poor or no
changes response)

Tabelle 1: %

Vergleich gangiger Klassifikationen zur Einteilung des Regressionsumfangs

verwendet mit ausdriicklicher Erlaubnis von Herrn Prof. Dr. Alexander Quaas (Urheber)

2.2.8.Fragestellungen und Ziele der Arbeit

- Ist es mdoglich, einen Deep Learning-basierten Algorithmus fir die Tumor- und
Regressionsdetektion in H&E-gefarbten Resektatschnitten von neoadjuvant vorbehandelten
Adenokarzinomen des Osophagus (EAC) zu entwickeln? Kann dieser Algorithmus fiir die

guantitative histologische Bestimmung des Regressionsumfangs verwendet werden?

- Wie unterscheiden sich die human ermittelten quantitativen Regressionsscores von denen

der kinstlichen Intelligenz? Gibt es systematische Unterschiede?

- Wie kann der Algorithmus in den klinischen Routine-Workflow integriert werden und welche

Vorteile bietet er dort?
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- Kann man mithilfe des Algorithmus genauere Regressionsgradings erstellen und die
Patient*innen besser nach Risiko stratifizieren bzw. bessere prognostische Aussagekraft
erhalten? Kénnen mithilfe der quantitativen Erfassung von Tumor und Regression weitere
pradiktive Marker/ Werte identifiziert/ erhoben werden, die eine prognostische Aussagekraft
haben bzw. fur die Risikostratifikation geeignet sind?
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3.

Publikation

Ein Teil der Dissertation wird durch die Publikation ,Artificial intelligence for tumour tissue

detection and histological

regression grading in oesophageal

adenocarcinomas: a

retrospective algorithm development and validation study“, verdffentlicht im Mai 2023 im
Journal ,The Lancet Digital Health® (IF 2022: 30.8) ersetzt.

Articles

Artificial intelligence for tumour tissue detection and
histological regression grading in oesophageal
adenocarcinomas: a retrospective algorithm development
and validation study

Yuri Tolkach*, Lisa Marie Wolgast*, Alexander Damanakis, Alexey Pryalukhin, Simon Schallenberg, Wolfgang Hulla, Marie-Lisa Eich,
Wolfgang Schroeder, Anirban Mukhopadhyay, Moritz Fuchs, Sebastian Klein, Christiane Bruns, Reinhard Bittner, Florian Gebaver,
Birgid Schomig-Markiefka, Alexander Quaas

Summary

Background Oesophageal adenocarcinoma and adenocarcinoma of the oesophagogastric junction are among the most
common malignant epithelial tumours. Most patients receive neoadjuvant therapy before complete tumour resection.
Histological assessment after resection includes identification of residual tumour tissue and areas of regressive
tumour, data which are used to calculate a clinically relevant regression score. We developed an artificial intelligence
(AI) algorithm for tumour tissue detection and tumour regression grading in surgical specimens from patients with
oesophageal adenocarcinoma or adenocarcinoma of the oesophagogastric junction.

Methods We used one training cohort and four independent test cohorts to develop, train, and validate a deep learning
tool. The material consisted of histological slides from surgically resected specimens from patients with oesophageal
adenocarcinoma and adenocarcinoma of the oesophagogastric junction from three pathology institutes (two in
Germany, one in Austria) and oesophageal cancer cohort of The Cancer Genome Atlas (TCGA). All slides were from
neoadjuvantly treated patients except for those from the TCGA cohort, who were neoadjuvant-therapy naive. Data
from training cohort and test cohort cases were extensively manually annotated for 11 tissue classes. A convolutional
neural network was trained on the data using a supervised principle. First, the tool was formally validated using
manually annotated test datasets. Next, tumour regression grading was assessed in a retrospective cohort of post-
neoadjuvant therapy surgical specimens. The grading of the algorithm was compared with that of a group of 12 board-
certified pathologists from one department. To further validate the tool, three pathologists processed whole resection
cases with and without Al assistance.

Findings Of the four test cohorts, one included 22 manually annotated histological slides (n=20 patients), one included
62 sides (n=15), one included 214 slides (n=69), and the final one included 22 manually annotated histological slides
(n=22). In the independent test cohorts the Al tool had high patch-level accuracy for identifying both tumour and
regression tissue. When we validated the concordance of the Al tool against analyses by a group of pathologists
(n=12), agreement was 63-6% (quadratic kappa 0-749; p<0-0001) at case level. The Al-based regression grading
triggered true reclassification of resected tumour slides in seven cases (including six cases who had small tumour
regions that were initially missed by pathologists). Use of the Al tool by three pathologists increased interobserver
agreement and substantially reduced diagnostic time per case compared with working without Al assistance.

Interpretation Use of our Al tool in the diagnostics of oesophageal adenocarcinoma resection specimens by
pathologists increased diagnostic accuracy, interobserver concordance, and significantly reduced assessment time.
Prospective validation of the tool is required.

Funding North Rhine-Westphalia state, Federal Ministry of Education and Research of Germany, and the Wilhelm
Sander Foundation.

Copyright © 2023 The Author(s). Published by Elsevier Ltd. This is an Open Access article under the CC BY-NC-ND
4.0 license.

Introduction

Oesophageal adenocarcinoma and adenocarcinoma of
the oesophagogastric junction are among the most
common malignant epithelial tumours in high-income
countries.! These tumours are substantially more
common in men than women (ratio 4-4:1)." Adeno-

carcinoma not otherwise specified (NOS) is the most
common type of adenocarcinoma of the oesophago-
gastric junction. It can have varied intestinal, gastric, and
mixed morphological differentiation and histological
patterns (tubular, papillary, mucinous, and signet-ring
cell patterns). However, these variations are of little
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Research in context

Evidence before this study

We searched PubMed and Google Scholar with the terms
“oesophageal cancer”, “deep learning”, “pathology”, and
“algorithm” for articles published in English or German up to
Jan 10, 2023. Deep learning allows for the development of
accurate image-analysis algorithms for use as part of diagnostic
pathology in many malignant tumours. However, only one
small previous study has been done of the use of such
algorithms for the detection of oesophageal adenocarcinoma or
adenocarcinoma of the oesophagogastric junction in
histological samples. The authors of that study trained a
convolutional neural network on a small dataset of pathological
images intended to recognise healthy mucosa, Barrett's mucosa
with and without dysplasia, and oesophageal adenocarcinoma.
Their algorithm had moderate accuracy for carcinoma detection
in asmall internal validation dataset, and was not externally
validated. To the best of our knowledge, no studies have
addressed the use of a deep-learning algorithm for histological
tumour regression grading after neoadjuvant therapy for
oesophageal adenocarcinoma—the primary task during
pathological assessment of distal oesophageal resection
specimens.

Added value of this study

We developed a deep learning-based tool that could accurately
detect different tissue classes in distal oesophageal resection
specimens, including residual tumour and regression tissue.

clinical relevance in that they do not affect treatment
choice.?

Most adenocarcinomas of the oesophagogastric
junction are treated with preoperative chemotherapy or
chemoradiation, with the aim of downstaging the
tumour tissue (ideally to complete regression).’
Neoadjuvant therapy induces histological and cytological
changes, referred to as regression, which can present in
different forms (eg, fibrosis, acellular mucinous
degeneration, necrosis, inflammation, bleeding, histio-
cytic reactions).” High tumour regression grade and
lymph node downstaging after neoadjuvant therapy are
associated with improved prognosis,* and tumour
regression grading informs clinical decision making
about intensity of follow-up and adjuvant therapy. The
Becker system*is one of two common tumour regression
grading systems recommended by WHO for
classification of gastrointestinal tumours (along with the
Mandard system).”

Digital transformation of diagnostic pathology has
allowed for automated analysis of histological slides by
computer algorithms based on artificial intelligence
(Al).” Such algorithms (eg, for tumour detection and
histological grading) have been developed for various
malignant tumours, including prostate cancer,”” breast
cancer,’ lung cancer’ gastric cancer,”” colorectal

We validated the tool in four independent cohorts stemming
from various pathology institutes. Our results showed that use
of the tool by pathologists resulted in increased diagnostic
accuracy, substantially reduced interobserver variability, and
significantly sped up diagnosis. Use of the tool allowed for the
quick identification of small residual tumour areas that were
missed by pathologists and occasionally led to true case
reclassifications. Regression grading based on the artificial
intelligence (Al) tool also had higher prognostic value than
grading done by pathologists, and the tool also assessed two
new, fully quantitative prognostic parameters, absolute volume
of the vital tumour tissue and Al-based estimated pre-
therapeutic tumour volume, for identification of patients with
poor prognosis, in whom post-surgical therapeutic escalation
might be necessary.

Implications of all the available evidence

Use of our Al tool by pathologists might improve the quality of
assessment of adenocarcinoma samples and substantially
reduce the time required for assessment. The tool could also
provide valuable prognostic information necessary for granular
stratification of patients and personalisation of therapy after
tumour resection, but further prospective validation is required.
The release of our test datasets will substantially facilitate the
advancement of computational pathology for oesophageal and
gastric adenocarcinomas, for which no datasets were previously
available to our knowledge.

cancer,”  oropharyngeal carcinoma,” malignant
melanoma,” and others.” Some of these Al-based tools
have acquired first-in-field clearance by the US Food and
Drug Association’ and the CE marking as in-vitro
diagnostics from the European Medicines Agency.”
Although some work has been done on the use of Al
algorithms to assess endoscopic images,™" for radio-
logical® detection, and for classification of oesophageal
tumours, as well as for pathological detection and
characterisation of Barrett lesions,”* to the best of our
knowledge, only one small study” has been done of the
use of an Al-based algorithm for tumour detection in
oesophageal biopsies. No Al-based algorithms have been
developed to analyse the pathology of resected
adenocarcinomas of the oesophagogastric junction. A
primary diagnosis of carcinoma is established based on
small biopsies in almost all cases. However, tumour
detection in adenocarcinomas of the oesophagogastric
junction and regression grading of resection specimens
are laborious tasks associated with substantial inter-
observer variability.’” Systematic and complete processing
of the tumour bed (ie, all tumour regions that are
identifiable macroscopically) is necessary, with 50-100
histological slides and substantial time is required per
case (figure 1A). Screening for areas of residual vital
tumour tissue in multiple tissue sections and cognitive
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reconstruction of residual tumour volume is a difficult
task for pathologists. Al-based assistive algorithms could
substantially aid pathologists, reduce the time needed for
diagnostic reporting, and allow for more precise
treatment decisions in patients with oesophageal cancer
after tumour resection (including decisions about the
need for and extent of adjuvant therapy).

We aimed to develop an Al-based assistive tool for
tumour detection and histological tumour regression
grading of adenocarcinoma of the oesophagogastric
junction in specimens resected after neoadjuvant
therapy.

Methods

Study design and participants

Five retrospective cohorts were included in the study
(figure 1B). Four cohorts (two cohorts from University
Hospital Cologne [known as UKK1 and UKK2] with two
completely separate histological laboratories, one from
Landesklinikum Wiener Neustadt, and one from
University Hospital Berlin—Charité) included patients
whose cancer was surgically resected after neoadjuvant
chemoradiotherapy. All patients underwent a stan-
dardised pathological ~diagnostic assessment by
embedding the tissue from the whole tumour region into
paraffin blocks, with subsequent production of tissue
sections. The fifth cohort, The Cancer Genome Atlas
(TCGA) cohort, consisted of neoadjuvant treatment-
naive patients from several participating institutions.*
The cases included in UKK1, UKK2, and the Charité
cohort were selected randomly (patients treated between
Jan 1, 2014, and Dec 31, 2019 (with UKK1 cases from the
second half of 2019 reserved as a hold-out test cohort),
controlling for fair representation of all regression stages,
ypT (infiltration depth of the tumour) and ypN (lymph
node involvement via metastasis) stages, and sex. The
UKK2 cohort consisted of patients without lymph-node
metastasis (ie, ypNO) to remove this confounder of poor
prognosis from survival analysis. Characteristics of
patients in the UKK cohorts are summarised in the
appendix (pp 21-22). The Wiener Neustadt cohort
included all cases treated at the institute between
Jan 1, 2011, and Dec 31, 2019. For TCGA cases, the only
selection criterion was the availability of good-quality
histological samples. All UKK2 cohort cases had Becker
regression grading available from pathology reports
(classified as complete regression [0% residual tumour],
>0-10% residual tumour, >10-50% residual tumour, and
>50% residual tumour). The Charité and Wiener
Neustadt cohorts were anonymised before data transfer
(TCGA data are already anonymised). As a result of this
anonymisation, summaries of patient characteristics for
these cohorts are not available.

All experiments were done in accordance with the
Declaration of Helsinki and reported in adherence with
the Standards for Reporting Diagnostic Accuracy. This
study was approved by the ethics committee of the

www.thelancet.com/digital-health Vol 5 May 2023

University of Cologne and Charité University Clinic
(Votum 20-1583) and the ethics committee of Lower
Austria (GS1-EK-4/694-2021). The need for informed seeonline forappendix

A B
OESOPha‘!_ea' Study cohorts Patients | Slides
adenocarcinoma
UKK1 Training 98 193
Neoadjuvant therapy
UKK1 Test1 20 22
. Wiener Neustadt | Test1 15 62
ghamsiiness = Charité Berlin Test1 69 214
TCGA Test1 22 22
Histoscanner UKKZ leste 9% 1407
C Principles of annotations
Tissue classes
Tumour* Mucosa, Barrett's mucosa,
oesophagus no dysplasia
Regression | Mucosa, Barrett's mucosa,
tissue® gastric* dysplasia
mucosae’ glands
Submucosa| Muscularis Lamina propria
propria® mucosae
Necrosis Ulceration Lymph node
tissue

Wiener Neustadt Charité Berlin

Figure 1: Study methods and cohorts

(A) protocol for | adenocarcinoma. Most patients with oesophageal adenocarcinoma or
adenocarcinoma of the oesophagogastric junction receive dj therapy (ch liotherapy) before
surgical resection. After resection, the tumour bed (usually macroscopically visible as an area of fibrotic tissue) is
completely embedded and processed in histological sections, producing a large number of slides. Digitisation of
slides allows for computational analysis and automatisation of tumour detection and regression grading tasks.
(B) Patient cohorts used in this study. The algorithm was trained using data from UKK1. Test 1 cohorts are for
formal validation of the accuracy of tissue class detection at patch level and were all manually annotated. UKK1 test
cases are hold-out cases from the same institution and laboratory as the training cohort, but were not used for
training, The test 2 cohort is for clinical validation of whole-case tumour detection and regression grading
performance. (C) Principles of annotation and annotated tissue classes. Some classes were later merged for
training pury (D)} g of histological slides from different cohorts. UKK1=University Hospital
Cologne cohort 1. UKK2=University Hospital Cologne cohort. 2. TCGA=The Cancer Genome Atlas.
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I Tumour tissue

I Regression tissue [ Musculartissue [ Oesophageal mucosa [ Gastric mucosa plus Barrett's mucosa

Il Stromal, other

Figure 2: Examples from the Wiener Neustadt cohort (A) and The Cancer Genome Atlas cohort (B) of whole-slide inf

The tool was using the final version of the algorithm.

patient consent was waived by the ethics committees
because we were using retrospective data.

Procedures

Histological slides were selected for training cohorts
(UKK1) and for test cohorts (UKK1, Wiener Neustadt,
Charité,and TCGA) on the basis of the representativeness
of these slides for the whole case, the presence of all
tissue classes, and the absence of severe cutting or
staining artifacts. The UKK1, UKK2, Charité, and
Wiener Neustadt cohorts were digitised using
Nanozoomer S360 (Hamamatsu, Japan; 0-2305 pm per
pixel, 400x magnification). TCGA cohort slides
(appendix p 20) were scanned with Leica Aperio series
histoscanners (Wetzlar, Germany; 0-2456-0-2527 pm
per pixel, 400x magnification). The UKK2 cohort
comprised 95 fully digitised oesophageal resection cases
with 1407 slides.

The slides for the training and test datasets were
manually and thoroughly annotated into 11 tissue
classes by YT and LMW, with all annotations controlled
and corrected by YT (a board-certified pathologist).
Ambiguous areas were reviewed by YT and AQ, who
then reached a consensus on all ambiguities. All anno-
tations were done in QuPath (version 0.3.0). We used a
custom Groovy script for QuPath to extract patches (ie,
small images of a pre-defined size; 40% overlap for well

by the artificial intelli tool

represented tissue classes and 60% overlap for under-
represented tissue classes in the training dataset, and
no overlap in the test dataset), supplemented by a
custom Python script for checking patch content
according to per-patch-generated annotation binary
maps. The patch size used was 200 pm (220 x 220 pixels
at 0-92 pm per pixel). The appendix details the structure
of the datasets (p 5), examples of training patches (p 6),
and the distribution of patches per slide and per case
(pp 16-17).

Our algorithm was based on the InceptionResNetV2
convolutional network architecture.” Several classes
were merged for training purposes. Barrett's mucosa
with high-grade dysplasia was merged with tumour class.
Barrett’s mucosa with low-grade dysplasia and without
dysplasia was merged with gastric mucosa class. Lymph
node tissue was merged with adventitia tissue. Given
that slides from only one cohort (UKK1) were used for
training purposes, we expected reduced generalisation
capabilities. Therefore, the algorithm was trained
(appendix pp 7-8) using data augmentation (ie, random
contrast, brightness, saturation, and hue modifications at
moderate ranges, as well as patch rotations and flips”)
and stain normalisation (both Macenko stain transfer®
and CycleGAN-based transfer [appendix pp 2, 9-10]). We
used Tensorflow (version 2.4.0) in Python (version 3.7) to
develop the algorithm.

www.thelancet.com/digital-health Vol 5 May 2023
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Regression scoring (full case)

I Tumour tissue Il Regression tissue

Tumour Regression | Tumour plus
area area regression area
481mm’ | 691.7mm’ | 739-8 mm*

Regression score (vital tumour): 6.5%

Figure3: ing by the artificial intelligence tool

The tool provides fully quantitative metrics for tumour and regression areas in single slides and for the whole case, and calculates the regression score as a percentage
of vital tumour tissue that can be used for categorisation of regression grading (according to Becker and colleagues).*

Algorithm validation

Four manually annotated test datasets with substantial
heterogeneity were used for algorithm validation
(patch-level accuracy; figure 1B-D; appendix p 5). One
dataset (UKK1) represented hold-out cases from the
institution of the training dataset, never seen by the
algorithm before. We used several approaches to assess
the performance of the algorithm (appendix p 7).
Patch-level accuracies of the algorithm were analysed
with the following metrics: area under the curve (AUC)
analysis, specificity, sensitivity, negative and positive
predictive values, precision, recall, and F1 score. A
receiver operating characteristic (ROC) curve analysis
and an AUC analysis were done with 95% CI
calculations and bootstrapping with 2000 bootstrap
replicates (pROC package in R). We compared the
ROCs of models with DeLong's test. We did a precision-
recall AUC analysis with the PRROC package in R
(integral principle—ie, the area under the curve
computed by integration of the piecewise function). We
did sensitivity and specificity analyses to test the ability
of the algorithm to improve the accuracy via inclusion
of some of the test data.

The next step in the assessment of the algorithm
included tumour regression scoring of all slides for
each case. First, we assessed grading concordance
between the AI tool and an institutional group of
pathologists (n=12) for the UKK2 cohort. The diagnostic
process was based on the human-in-the-loop principle,
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whereby pathologists analysed the highlighted regions,
estimated their correctness, and, if necessary, corrected
the resulting regression score. For comparison, we used
the regression scores provided by the Al tool and those
extracted from the pathology reports for this group of
pathologists. Next, we selected a subset of these cases
(two sets, each including 20 cases controlled for
regression scores and number of slides) and provided
them prospectively to three pathologists, who each
graded 20 cases with and without Al assistance. In the
grading with Al assistance, the pathologists received the
outputs from the Al tool—specifically maps with
detected tumour and regression tissue that were
overlaid on the original haematoxylin and eosin image
and regression metrics (the proportion of vital tumour
tissue and regression category according to Becker).
Because manual assessment of resection specimens is
laborious, we decided to restrict this sub-analysis to
20 cases from UKK2. For clinical validation of the Al
tool under real-world conditions (ie, whole post-
chemoradiotherapy resection cases), regression scoring
was done according to WHO-recommended Becker
principles.** Cases were selected by using a small
randomisation script, and probability ranges for
regression score distribution were taken from the whole
cohort (which served as ground truth for the whole
cohort). Random selection of cases was running in a
loop until the first selection met the desired criterion of
similar distribution of slides per case (ie, A of the mean
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Tumour tissue detection

Regression tissue detection

AUROC  Sensitivity Specificity Owverall  Precision Recall F1score

AUROC  Sensitivity Specificity Owverall Precision Recall Flscore

accuracy accuracy
UKK1 cohort
Mo stain normalisation 0998 0962 0-994 0985 0-984 0.962 0973 0.953 0-894 0981 0967 0-907 0-894 0900
Macenko* 0997 0957 0991 0982 0975 0957 0966 0955  0.887 0987 0970 0932 0-887 0909
CycleGAN 0995 0908 0994 0971 0982 0908 0.944 0948 0885 0975 0960 0879 0-884 0882
Wiener Neustadt cohort
No stain normalisation 0-995 0971 0-975 0975 0-864 0971 0915 0-985 0-907 0968 0962 0-742 0907 0816
Macenko 0996 0979 0977 0977 0872 0979 0922 0987 0-884 0980 0971 0-814 0-883 0847
CycleGAN* 0997 0-972 0-982 0980 0-897 0972 0932 0-990 0936 04978 0967 0763 0936 0841
Charité Berlin cohort
MNo stain normalisation 0997 0951 0991 0986 0934 0951 0942 0-981 0947 0923 0929 0799 0946 0867
Macenko 0996 0-941 0-996 0984 0.918 0957 0937 0-990 0-903 0985 0965 0952 0902 0927
CycleGAN® 0-995 0939 0992 0986 0-944 0933 0941 0991 0913 0978 0962 0931 0913 0921
The Cancer Genome Atlas cohort
No stain normalisation 0998 0947 0-996 0979 0-992 0946 0969 0988
Macenko 0997 0957 0988 0977 0-991 0:941  0:965 0992
CycleGAN*t 0996 0945 0-994 0977 0-990 0:945  0-967 0-995

For each dataset, performance metrics for the three final versions of the algorithm are shown, with data augmentation during training; no stain narmalisation, Macenko stain transfer, and CycleGAN-based style
transfer. All metrics provided are for a fixed threshold for tumour (0-5) and regression tissue (0-1) probability. Because The Cancer Genome Atlas cohort comprises therapy-naive patients, only specificity metrics
issue detection are provided (indicating the number of false-positive misclassifications). AUROC=area under the receiver operator characteristic curve. UKK1=University Hospital Cologne cohort 1.
“Best-performing version of the algarithm. tBecause of the substantial increment of specificity for tumour regression tissue, we judged CycleGAN to be the best-performing version

for regressio

Table: Formal validation of tumour and regression tissue detection accuracy

number of slides among two groups <10%). For analysis
of agreement of regression scoring among pathologists
and the Al tool, we used the irr package in R and the
quadratic kappa test for the agreement analysis of the
Al tool versus the pathologists’ assessments. Whole-
slide image inference was done with a previously
developed pipeline,* modified to provide perslide and
per-case absolute quantifications for tumour and
regression tissue areas (figures 2, 3). Regression scoring
was calculated at the case level by dividing the area of
tumour tissue by the sum of the areas of tumour and
regression tissues.

To assess the prognostic ability of the pathologists and
Al tool-derived regression scoring, we used Kaplan-
Meier estimates calculated in the survminer package in
R. Cox proportional hazards regression maodels were
built with the survival package. The start of follow-up was
the date of surgical resection and the end of follow-up
was the date of death for any reason (endpoint: overall
survival) or of the patient’s last follow-up visit with their
physician (with cases censored at this timepoint). The
proportional hazards assumption was tested and met in
all experiments during the clinical validation stage. We
first did univariable Cox regression analyses. Parameters
significantly associated with survival were then included
in a multivariable model.

We investigated two other fully quantitative parameters
that could be extracted from the outputs of the Al tool:
absolute volume (ie, area, defined through cumulative
measurements of tumour tissue and regression tissue

e270

areas in different slides) of the vital tumour tissue and
Al-based estimated pre-therapeutic tumour volume (ie,
the area of vital tumour tissue and regression tissue). We
systematically tested different cutoffs for these
quantitative parameters to find the best cutoff allowing
the best prognostic stratification of patients,

The algorithm was trained on a high-performing
computing cluster at the University of Cologne (Cologne,
Germany) equipped with 12 Nvidia V100 32 gigabyte
graphics-processing unit (GPU) cards. Algorithm
validation against test datasets and whole cases was done
on two workstations, one with two GPU Nvidia RTX
2080 Ti 11 gigabyte cards and one with one GPU Quatro
P6000 24 gigabyte card, in a parallelised mode. All
statistical analyses were done in R version (4.0.3).

Role of the funding source

The funders of the study had no role in study design,
data collection, data analysis, data interpretation, or
writing of the report.

Results

We developed a deep-learning medel based on precisely
manually annotated regions (figure 1B-D; appendix pp
5-6, 16-17). The training dataset included 1161636 image
patches in 11 tissue classes. The best model produced by
the different normalisation strategies used was selected
on the basis of accuracy on the patches from a small,
reserved validation subset of 15 slides from the training
dataset.
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Figure 4: Clinical validation of the Al tool in test cohort of 95 whole diagnostic resection cases

(A)Ag analysis of Al tool-pi

ided whole case analysis and the results of regression grading by a group of twelve board-certified pathologists at one

pathology institute. We used the Becker system for regression grading of tumours as either RG1 (more than 50% vital tumour remaining), RG2 (>10-50% remaining),

RG3 (>0-10%

or RG4 (0% ini (B)A

analysis of three experienced pathologists working with and without the Al. Two sets of 20 cases

each were selected randomly accounting for roughly similar distribution of regression scores (based on ground truth of the pathology reports) and of the number of

slides per case. Al led to increased ag

between single pathologists and a very high concordance of regression grading between the consensus of

pathologists and the Al tool (100%). Al=artificial intelligence. RG=regression grade. *Analysis of the cases by the Al tool triggered true reclassifications of seven cases:
insix cases, small regions of residual tumour tissue were missed by pathologists (ie, classed as RG4 instead of RG3), and in one case Barrett's mucosa was classified as

vital tumour tissue by pathologists (ie, classed as RG3 instead of RG4).

All models had very high accuracies for tumour tissue
detection (patch-level classification), independent of the
normalisation strategy, with areas under the receiver
operator curves (AUROCs) of up to 0-998 (table;
appendix p 13). Irrespective of the stain-normalisation
technique used, the models were able to generalise well
for the detection of therapy-naive adenocarcinomas (ie,
cases from the TCGA dataset; table). For most test
datasets (Wiener Neustadt and Charité cohorts),
detection of regression areas was highly accurate (AUC
up to 0-991), and the CycleGAN style transfer
normalisation strategy generally had more accurate
results (table). This model was thus selected for all
further experiments. Sensitivity and specificity
fluctuated for detection of both tumour tissue and
regression areas depending on the dataset (table). The
metrics for all datasets are shown for one single, fixed
threshold of 0-5 AUROC analysis and area under the
precision-recall curve analysis in the appendix
(pp 13, 19). The appendix (pp 4. 11-12) also includes in-
depth analysis of misclassified regions. One relevant
finding was that proper differentiation of regression
fibrosis from other stromal classes could be difficult for
human pathologists. When three pathologists suggested
200 patches with regression fibrosis and other stromal
classes that were misclassified by the algorithm, their
accuracy (compared with ground truth) was 0-54-0-86,
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which implied that some of the regions with fibrotic
regression tissue were diagnostically challenging, even
for experienced pathologists. Figure 2 shows examples
of the whole-slide inference with the AI tool. The
accuracy of the algorithm might have been improved by
adding some of the test data into the training process
(appendix pp 25-28).

The Al tool processed all sections of a given case and
provided mappings and metrics of the detected tumour
tissue and regression areas (figure 3). Comparison of the
regression grading provided by the Al tool with the
gradings of 12 board-certified pathologists was done for
95 full cases (1407 slides; figure 4A). For six cases
classified as complete regression by pathologists, the Al
tool identified residual tumour tissue (figure 4A). After
these cases were excluded, the agreement between the Al
tool and the pathologists was 63-6% (quadratic kappa
0-749; p<0-0001). There was evidence of substantial
overestimation of residual viable tumour tissue by
human pathologists, especially in weak therapy
responders (ie, in people with large regions of carcinoma
without regression after neoadjuvant therapy), which led
to more regression grade 1 classifications (>50% residual
tumour) by pathologists than by the Al tool (figure 4A).
Detailed investigation of these cases showed that, when
one or more slides showed large tumour volume,
pathologists tended to provide lower regression scores,
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Figure 5: Time-per-case analysis and prognestic significance of regression grading

(A) Time-per-case analysis. The cases analysed were the same as those in figure 4B.

All pathalogists required substantially less time for case processing with Al

assistance (p<0-0001). The size of the circles corresponds to the number of slides per case. (B) Kaplan-Meier estimates of overall survival by regression grading as
classified by a team of 12 pathologists at a single institute. (C) Kaplan-Meier estimates of overall survival by regression grading as classified by the Al tool. The number
of RG1 patients with available follow-up data for the Al tool was not sufficient to draw meaningful conclusions. (D) Kaplan-Meier estimates of overall survival by pre-
therapeutic tumour volume as classified by the Al tool. (E) Kaplan-Meier estimates of overall survival by absolute volume of residual tumour tissue as classified by the

Al tool. Al=artificial intelligence. RG=regression grading.

even if many of the other case slides predominately
contained regression tissue.

In analyses of pathologists” grading with and without
Al support, substantially greater concordance was
achieved among pathologists when they had Al
assistance, with 100% agreement between consensus
regression scores of the three pathologists and the AI
tool (figure 4B). Al assistance substantially reduced the
mean time-to-analysis per case from 6-1min (SD 2-3) to
2-8 min (0-94; p<0-0001; figure 5A).

Overall survival data were available for 84 of the
95 patients in the UKK2 cohort. Kaplan-Meier analysis of
regression scores suggested overestimation of the
fraction of vital tumour tissue by pathologists in weak
therapy responders (figure 5B). Patients with complete
regression as judged by pathologists and the Al tool had
the best outcomes (figure 5B, C). The number of
regression grade 1 patients with available follow-up data
for the Al tool was insufficient to draw meaningful
conclusions. Patients with regression grades 2 and 3
seemed to be more accurately stratified by the Al tool
than by human pathologists (figure 5B, C). The appendix

(pp 14-15) includes Kaplan-Meier analyses stratified by
other variables, including ypT stage.

Both pre-therapeutic tumour volume and absolute
volume of vital tumour tissue were predictive of poor
overall survival, and provided clear prognostic
stratification of patients with better and worse prognosis
(figure 5D-E). Pre-therapeutic tumour volume showed
independent prognostic value in multivariable Cox
regression analysis when conventional regression
grading, the absolute volume of residual tumour, and
ypT stage were included (multivariable Cox hazard ratio
5-91 [95% CI 2-15-16-20] for pre-therapeutic volumes
greater than the threshold; p=0-001; appendix pp 23-24).

Discussion

In this study, we developed an accurate, Al-based digital
pathology tool for comprehensive pathelogical assess-
ment of resection specimens from patients with oesopha-
geal adenocarcinoma and adenocarcinoma of the
oesophagogastric junction. Clinical validation showed
the tool could have substantial benefits when used by
pathologists, including increased diagnostic accuracy for
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detecting tumour and regression tissue and for
regression grading, reproducibility (ie, more robust
regression scoring because of the fully quantitative
nature of the algorithm and provided visualisations),
better prognostic information, and reduced time
expended on analysis.

Many diagnostic tools for different pathological tasks,
such as tumour detection and grading, have been
developed from public® or private’ multi-institutional
datasets. Use of such datasets can boost the general-
isability of the models, given the probable substantial
inter-institutional heterogeneity of histological slides.”
In our study, we developed our algorithm on the basis of
a large, extensively annotated dataset from one
institution. The state-of-the-art data augmentation
process that we used” was enough to produce a tool that
could detect adenocarcinoma and adenocarcinoma of the
oesophagogastric junction with high accuracy (similar to
that of tools for other tumour types®’*+),

To our knowledge, only one small study” of the use of
an Al model to detect adenocarcinoma has been
published. In that study, the validation dataset comprised
21 biopsy slides with adenocarcinoma from the same
institute. The model's overall accuracy for tumour
detection was 0-88, and it had an F1 score of 0-67 for
biopsy specimens.” The authors used a simple
convolutional neural network (ResNetl8) with an
attention module. The mean overall accuracy of the
model for detection of other tissue classes, such as
benign mucosa and Barrett's mucosa with and without
dysplasia, was 0-83, and the mean F1 score was 0-59. In
our study, we achieved substantially higher diagnostic
accuracies for detection of different tissue classes found
in oesophageal resection specimens, used independent
data for validation, and included substantially larger
datasets. One important finding is that our tool was
highly accurate (similar to accuracy in the other cohorts
used) in the TCGA dataset, which comprised patients
who had not had neoadjuvant chemotherapy, which
means that our results could be generalised to another
category of cases.” Our tool could possibly be applied to
gastric adenocarcinomas too, given their high similarity
to oesophageal adenocarcinomas. Importantly, our
analysis of misclassified image regions (appendix
pp 11-12) showed that many misclassifications might
originate from single outlier cases that could be used for
training to further improve the model's accuracy.

Regression tissue seemed to be more complex to detect
(and particularly to distinguish from other stromal
classes), requiring additional normalisation techniques
in our study to boost generalisability and accuracy (table).
Pathologists also had difficulties distinguishing
regression tissue from stromal tissues (appendix
pp 11-12). We developed our computational algorithm as
a convenient tool for pathologists. It is intended to assist
pathologists—not to replace them. In practice, the tool
analyses a cases's slides before submission to a
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pathologist. During assessment, clear maps for tumour
and regression areas (overlaid on the original haema-
toxylin and eosin sections) are provided. Pathologists can
then use the inference maps from each slide of the case
provided by the tool to estimate recognition quality and
either adopt the Al-tool provided metrics for their report
or correct them if necessary.

Importantly, in a full-case clinical validation analysis of
95 patients, use of the AI tool allowed for true
reclassification of seven cases, including six cases in
which small regions of residual tumour were missed by
pathologists during initial diagnostics. Misclassification
of incomplete regression as complete regression could
have substantial clinical implications, because patients
with incomplete regression could be at increased risk of
recurrence and metastasis and might require more
intensive surveillance and potentially life-prolonging
adjuvant therapy. A key finding in our study was that
pathologists substantially overestimated the proportion
of residual tumour left in patients with poor responses
to neoadjuvant therapy. This overestimation was
supported by our survival analyses, showing better
prognosis for regression grade 1 cases as classified by
pathologists than for regression grade 2 or 3 cases.
Furthermore, agreement among pathologists was higher
when their assessments were assisted by the Al tool, and
the Al tool significantly reduced analysis time for
pathologists, representing a substantial optimisation of
the diagnostic process.

In the prognostic analysis, the Al tool provided better
stratification of patients with regression grades 2 and 3
disease than the pathologists, with otherwise complete
regression being the most important prognostic indicator
of favourable clinical course after resection. We also
showed that two new Al-based, fully quantitative,
prognostic variables (absolute residual tumour volume
and Al-estimated pre-therapeutic tumour volume)
allowed for identification of patients with poor prognoses.
These patients might be good candidates for post-surgical
escalation of therapy. To the best of our knowledge, these
two parameters have never before been assessed in
patients with oesophageal adenocarcinoma.

Our study had several limitations. Although we used
four independent test datasets to validate the Al tool,
more validation attempts with datasets from other
institutions might be necessary to show broader
generalisability to different pathology laboratory practices
and different patient groups (eg, different racial or ethnic
populations [all patients in our study were White]).
Furthermore, our study was retrospective, and further
clinical validation should be done prospectively in large
patient cohorts including different patient subgroups
who have undergone different types of neoadjuvant
therapy (both chemotherapy and chemoradiotherapy).
Clinical assessment in our study included 95 patients
who received chemoradiotherapy from one study centre,
all of whom had lymph node-negative disease after
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resection (because we wanted to remove the influence of
this confounder during prognostic analysis). Prognostic
analysis during the clinical validation phase of the study
was limited by the low number of patients in our cohort.
In our clinical validation, in which three pathologists
participated, the distribution of regression scores differed
slightly. The participating pathologists were briefed
about the tendency to overestimate the proportion of vital
residual tumour tissue, which was evident during the
initial analysis step (among the group of 12 pathologists
from the same institute). This briefing might have
introduced potential bias, leading to increased agreement
rates in general.

In conclusion, the Al tool that we developed allowed
for accurate detection of tumour, regression tissue, and
other tissue classes, and substantially improved assess-
ment of therapy response in patients with adeno-
carcinoma receiving neoadjuvant chemoradiotherapy. By
publicly releasing our four test datasets for formal
validation and code, we hope to facilitate the development
of the computational pathology field.
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4. Diskussion

4.1 Wesentliche Ergebnisse, ihre Interpretation und Limitationen

Auf Grundlage der prazise annotierten Trainingsschnitte wurde ein auf der Convolutional
Neural Network-Architektur ,InceptionResNetV2“ basierender Algorithmus entwickelt, der die
diversen Gewebearten, insbesondere Tumorgewebe von Adenokarzinomen und Regression,
in Hamatoxylin-Eosin-gefarbten Schnitten von Osophagus-Resektaten erkennen kann.
Nachdem der Algorithmus mithilfe eines Subsets der Trainingsschnitte feingestimmt wurde,
erfolgte die Patch-level-Validierung des besten Modells in drei verschiedenen Formen (mit
Data augmentation, aber ohne Normalisierungsstrategie, sowie mit Macenko Stain Transfer
und mit CycleGAN Style Transfer als jeweilige Normalisierungsstrategie) an drei externen
Testkohorten (Berliner Charité, Wiener Neustadt und TCGA) und einer internen Kolner
Kohorte.

Die Testung erfolgte auf diese Weise, weil sich histopathologische Schnitte je nach
herstellendem Institut und sogar innerhalb eines Instituts hinsichtlich der Farbung und der
Dicke unterscheiden konnen °2 und sichergestellt werden sollte, dass die Ubertragbarkeit des
Algorithmus auf farblich abweichende und visuell andersartige Schnitte gegeben ist.

Um die Generalisierbarkeit zu verbessern existieren mit ,Data augmentation® und ,Color
normalization“ zwei grundlegende Ideen °3, wobei fir letzteres die beiden oben genannten
Ansatze im Vergleich ausprobiert wurden. Zur Performance-Bewertung wurden jeweils
AU(C)ROC, Sensitivitat, Spezifitat, Accuracy/ Genauigkeit, Recall, Precision und der F1-Score
bestimmt, welche Standard-Metriken fiir die Beurteilung von Machine Learning-Modellen
sind.®* Ein Fokus lag bei der Modell-Evaluation auf der AUROC; zur besseren Beurteilung
flossen aber auch die anderen Metriken, die Klassenimbalancen teilweise besser evaluieren
konnen °*, in die Bewertung ein. Die Area under the curve (AUC) unter den Receiver operating
curve (ROC) lag fur die Tumordetektion aller drei Modellversionen abhangig von der
Testkohorte bei 0,995-0,998. Fir die Regressionserkennung wurden AUROCs von 0,949-
0,991 erreicht, wobei fir die Regressionsdetektion in der Wiener und Berliner Kohorte mit
Anwendung der CycleGAN-Strategie AUROCS von 0,99 erreicht wurden. Die TCGA-Kohorte
hatte keine neoadjuvante Therapie erhalten und enthielt daher kein Regressionsgewebe. Da
die Spezifitat der Regressionserkennung des CycleGAN-Modells ebenfalls am besten war,
wurde diese Algorithmus-Version fir die weiteren Versuche ausgewahlt.

Zur weiteren Einordnung: Grob vergleichbare Studien zur DL-basierten Detektion von anderen
Karzinomtypen wie Prostatakarzinomen ° und Magenkarzinomen ° in histopathologischen
Schnitten zeigten bei der externen Validierung AUROCs von 0,991 bzw. 0,990-0,996, %%
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welche unser Algorithmus bei der EAC-Tumorerkennung auch erreichen und teils tbertreffen
konnte.

Fir manche Tumorentitdten wurden bereits zahlreiche DL-basierte Modelle zur
Karzinomdetektion in histopathologischen Slides publiziert, insbesondere fir Prostata- 697
oder Brustkrebs %, Ein Review von Wong et. al. verdeutlicht, dass auch fiir Neoplasien des
Verdauungstrakts wie das Magen- und das Kolonkarzinom in diesem Bereich zahlreiche
Studien vorliegen, wahrend das Osophaguskarzinom bisher eher vernachlassigt wurde. 1
Gehrung et. al. entwickelten ein DL-Modell zur Erkennung des BE als Vorlaufer des EAC in
H&E- und TTF3-gefarbten Schnitten aus mit dem Cytosponge gewonnenen Proben. ! Zur
Erkennung von invasiven Adenokarzinomen des Osophagus wurde unseres Wissens nur eine
Publikation von Tomita et. al. *° ver&ffentlicht. Diese hatte eine etwas andere Fragestellung,
da sie die Detektion von Tumorgewebe und prékanzerdser Barrett-Mukosa in Biopsien statt in
Resektaten untersuchte und mit einem CNN mit attention-based modul einen anderen DL-
basierten Ansatz verfolgte. Aul3erdem unterschied sich die Durchfiihrung darin, dass ihre
Datasets kleiner waren als unsere, die Validierung ihres Algorithmus nicht an externen
Schnitten erfolgte und die Ermittlung von Tumorregression nach Neoadjuvanz nicht untersucht
wurde. “° An einer internen Testkohorte wurde eine Accuracy von 0,88 fiir die Tumorerkennung
gemessen, % welche wir mit Overall Accuracies von 0,971-0,986 je nach Testset und
Normalisierungsstrategie sowie bei sinnvoller Threshold-Wahl Giberbieten konnten.

Die Erkennung von Regressionsgewebe mittels DL-Unterstiitzung zwecks RG bei neoadjuvant
vorbehandelten EAC wurde unseres Wissens von uns das erste Mal untersucht. Im weiteren
Sinne ahnliche Studien, die sich mit Bindegewebsklassen bei an Gl-Karzinomen erkrankten
Personen befassen, sind Untersuchungen der Tumor-Stroma-Ratio (TSR) als prognostischer
Faktor beim Kolonkarzinom 12 und beim Rektumkarzinom 1%, AuRerdem versuchten Jepsen
et. al. bereits, mit einem DL-basierten Modell ein TRG beim neoadjuvant vorbehandelten
Rektumkarzinom zu bestimmen. 1% Dazu konstruierten sie den ETP-Wert (,Epithelium tumor
area Percentage“-Wert), welchen sie durch Division der Tumorflache durch die Flache des
Tumorbetts berechneten. 1% Im Gegensatz zu unserem Algorithmus z&ahlten zum Tumorbett
in der Studie von Jepsen et. al. aber nicht nur regressive Veranderungen und Tumorzellen,
sondern auch das gesamte tumornahe Stroma und weitere darin enthaltene Gewebearten wie
Muskelzellen. 1° AnschlieRend korrelierten sie die quantitativen ETP-Werte mit den vorher
durch den Pathologen vergebenen semiquantitativen RGs nach Mandard. % Ein direkter
Vergleich der ETP-Werte mit einem quantitativen Score wie dem nach Becker et. al. war
demnach nicht mdglich, da dieser nicht zum Regressionsscoring verwendet wurde. Zudem
wurden in ihrer Studie nicht die kompletten Slides, sondern nur die regions of interest (ROI),
welche aus Tumorzellen und dem direkt angrenzenden Gewebe bestanden, durch das Modell

analysiert. 14
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Ein Vorteil unseres Algorithmus ist, dass er auf der Erkennung diverser Gewebsklassen beruht
und somit nachvollziehbar ist, was das Modell misst. Im Gegensatz zu anderen Studien, die
histologische prognostische Marker entdeckt haben, welche auf nicht naher definierten, flr
das menschliche Auge nicht wahrnehmbaren visuellen Merkmalen beruhen, 3%1% ist unser
Algorithmus keine ,Black Box“. Mithilfe der Visualisierung in Overlay-Maps und
korrespondierenden Metriken ist unser Algorithmus leicht erklar- und interpretierbar.

Das bisherige Fehlen von Al-Modellen fir Regressionserkennung kénnte dadurch bedingt
sein, dass das ldentifizieren von Regressionsbereichen als schwierig gilt. Insbesondere die
Abgrenzung zwischen dichtem physiologischem Stroma einerseits und neoadjuvant bedingter
Fibrose andererseits ist herausfordernd, was die Annotation aufwendig macht. Daher sind bei
der Annotation ein Kontextbewusstsein fir umgebendes Gewebe, eher restriktives Markieren
und fachliche Expertise durch Histopatholog*innen gefragt. In unserer Studie wurde Letztere
gewahrleistet, indem alle Annotationen erst nach umfassender Einarbeitung durch einen
erfahrenen Gl-Pathologen erfolgten, alle Markierungen hinterher facharztlich geprift wurden
und bei fraglichen Arealen erneut ein Gl-Experte konsultiert wurde. Jedoch gibt es keine
objektive immunhistochemische oder molekularpathologische Mdoglichkeit, um eine durch
Chemo- oder Radiotherapie induzierte Fibrose zweifelsfrei zu beweisen. Die Abgrenzung zu
tumorbedingter Regression ist auch im Kontext schwierig. Dennoch gehen wir aufgrund der
ergriffenen Mal3Bnahmen und der hohen Spezifitdat der Regressionserkennung, die bei der
Validierung auch an den nicht vorbehandelten TCGA-Féllen gemessen wurde, von einer
soliden Ground Truth aus.

Das Tumorgewebe ist im Gegensatz zu Regression histologisch eindeutig erkennbar; ein
unbewusster Selektionsbias bei der Auswahl der Schnitte und Annotationsbereiche kann aber
nicht ganzlich ausgeschlossen werden. Der Bias wurde versucht zu vermeiden, indem
mdoglichst viele unterschiedliche Tumor-Morphologien und -areale annotiert wurden.

Aus der Natur unseres Patch-weisen Klassifizierungsmodells ergibt sich eine Limitierung der
Auflésung. Die verwendete Patch-GroRRe betrug in Training und Validierung 220 x 220 Pixel
(mit 0,92 Mikrometer pro Pixel). Hier kbnnen Segmentierungsmodelle mit einer pixelweisen
Labelzuweisung 1% genauer sein und als Konsequenz eine genauere Berechnung des

Regressionsumfangs ermagglichen.

Die ausgewahlte Modellversion wurde dann fir das Regressionsscoring der Kohorte UKK2
verwendet, bei dem die Kl die Tumor- und Regressionspatches identifizierte, auf Fallebene die
Flachen der beiden Gewebearten berechnete und anschlieBend den quantitativen

Regressionsscore gemald der Formel Tumor / (Regression + Tumor) berechnete. Je nach
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Prozentzahl wurde der entsprechende Kdlner Regressionsscore zugewiesen und mit dem von
den Pathologen im Befundbericht vergebenen Wert verglichen.

In der Auswertung stellten wir fest, dass der Algorithmus von 95 Fallen sieben neu
klassifizieren konnte. So erkannte er in sechs Fallen Tumorgewebe, welches von
Patholog*innen Ubersehen worden war und in einem Fall konnte er regressiv veranderte
originare submukose Osophagusdriisen korrekt erkennen, welche zuvor falsch als Tumor
fehlgedeutet wurde. Dies unterstreicht den deutlichen Nutzen unseres Algorithmus, denn
dieser zeigt mit Overlay-Maps visuell die Gewebezuordnung an, sodass die Kl-Bewertung
durch Histopatholog*innen re-beurteilt werden kann. Des Weiteren wurde ein allgemeiner
Trend der menschlichen Bewerter festgestellt, den Regressionsumfang zu niedrig zu
vergeben, d.h. den Anteil des vitalen Resttumors als zu hoch einzuschatzen. Nach
Herausnahme der neuen Klassifikationen verblieben 88 Falle, wobei Kl und Arzte in 56 Fallen
(=63,3%) den gleichen Score vergaben. Zur besseren Einschatzung der Interrater-Reliabilitat
wurde der quadratische Kappa-Wert von 0,749 berechnet. Nach Landis und Koch entspricht

dies einer substanziellen Ubereinstimmung. 1%

Dies verdeutlicht, dass das eingesetzte Assistenzsystem auch sehr kleine Tumorareale
zuverlassig identifizieren und den Patholog*innen dabei unterstiitzen kann, diese nicht zu
Ubersehen. Die Reduzierung von falschen Einstufungen als RG 4 ist vor dem Hintergrund der
nachgewiesenen Bedeutung der kompletten pathologischen Regression als positiver
prognostischer Marker fir das Gesamtlberleben #° und neuerdings hinsichtlich der
therapeutischen Bedeutung (ein Jahr Nivolumab-Gabe post-CROSS bei inkompletter
Tumorregression) besonders relevant. Auch das generelle Uberschatzen des vitalen
Tumorgewebes durch die menschlichen Betrachter ist eine Erkenntnis, die den Patient*innen
eine bessere prognostische Stratifizierung bieten kénnte, auch wenn die Evidenz flr eine
prognostische Relevanz fir die anderen Regressionsausmalie (au3er CR vs. nCR) geringer
ist. >1% Die dennoch substanzielle Ubereinstimmung von den Al- und Pathologen-
Regressionsbestimmungen  deutet darauf hin, dass das computergestitzte
Regressionsgrading valide ist.

Ein limitierender Faktor ist, dass die retrospektiv vorliegende Schatzung des RG durch 12
verschiedene Patholog*innen mit hohen, aber dennoch unterschiedlichen Expertise-Leveln

erfolgte.

Fir 84 der 95 UKK2-Féalle waren klinische Follow-Up-Daten verfugbar, anhand derer Kaplan-
Meier-Uberlebenskurven fiir die Regressionsbestimmung gemaR den Patholog*innen und
gemal der Kl berechnet wurden. Das Al-Tool vergab nur an zwei Patienten den RG1, was fir

aussagekraftige Analysen nicht ausreichte (versus 10 RG1 in der humanen Bewertung). Das
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Al-basierte Regressionsgrading schien bei RG 2 und 3 etwas besser zu stratifizieren als das
RG der Patholog*innen. Ein Kélner Regressionsscore von 4, entsprechend einer kompletten
Regression, war in beiden Scoring-Gruppen mit der besten Prognose bzw. dem langsten
Uberleben assoziiert. Diese Beobachtung ist vereinbar mit den Ergebnissen anderer Studien,
in denen eine komplette histopathologische Regression ebenfalls signifikant mit einem

besseren Gesamtiuberleben assoziiert war. 4°

Da unsere Studie Pilot-Charakter hatte, wurde keine Power-Kalkulation oder Ahnliches vor der
Analyse durchgefihrt. Die Nullhypothese (,Das Gesamtiberleben (OS) unterscheidet sich
abhangig vom von der Kl vergebenen RG nicht.”) konnte bei geringer Fallzahl bisher nicht zum
Signifikanzniveau alpha = 0,01 abgelehnt werden. Um eine gute Stratifikation des Al-Tools
und eine signifikante prognostische Aussagekraft der Al-generierten RG-Scores zu belegen,
mussten weitere Studien mit deutlich gro3eren Fallzahlen und in einem prospektiven Ansatz
durchgefuhrt werden.

Da priméar die prognostische Bedeutung der quantitativen Regressionsscores untersucht
werden sollte, schloss unsere Kohorte zur prognostischen Validierung absichtlich nur
Patienten mit ypNO-Status und (zufallig) mit RO-Resektion ein. Nachdem das Vorliegen von
vitalen Lymphknotenmetastasen und eine Infiltration des Resektionsrandes (mindestens R1)
als gesicherte negative prognostische Faktoren gelten, 109110111 go|lte dadurch ihr Einfluss als
Confounder eliminiert werden. Entsprechend lasst unsere Studie aber keine Aussage Uber die
Vorhersagekraft des histopathologischen Regressionsgradings bei diesen Patientengruppen
zu.

Bis auf eine Person erhielten zudem alle Patienten der UKK2-Kohorte (prognostische
Validierung) eine neoadjuvante RCT nach CROSS-Protokoll. Deshalb muss die
Ubertragbarkeit unseres Algorithmus auf Patienten, die eine andere préoperative Therapie
erhielten, tberprift werden. Die perioperative Chemotherapie nach FLOT-Schema ist eine oft
angewandte Alternative zu CROSS und eine eindeutige Uberlegenheit des einen
Therapieprotokolls gegeniiber dem anderen konnten aktuelle Studien nicht nachweisen.
85:86.112 \Wahrend die Trainingskohorte auch mit FLOT vorbehandelte Patienten enthielt und die
Regressionserkennung an Gewebe dieser Patienten daher vergleichbar gut sein sollte, ist es
prinzipiell denkbar, dass sich die prognostische Aussagekraft ihrer Regressionsscores im
Vergleich zu den mit CROSS vorbehandelten Patienten unterscheidet und/ oder andere
Thresholds fur eine gute Stratifizierung bendtigt werden.

Aufgrund der 2022 aktualisierten Leitlinie, die bei Zustand nach RCT und RO-Resektion bei
residuellen Tumorzellen im Resektat eine adjuvante Nivolumab-Therapie vorsieht 1, muss in

einem zukinftigen prospektiven Ansatz zuséatzlich fur diesen Einflussfaktor kontrolliert werden.
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Zudem wurde mit dem geschéatzten histologischen pra-therapeutischen Tumorvolumen ein
guantitativer Parameter fur die prognostische Stratifizierung identifiziert, welcher in der
multivarablen Cox-Regression unabhangig von ypT-Status, Regressionsscore und

residuellem Tumorvolumen war.

Unseres Wissens hat es bisher keine Studien zum Al-gestitzten pathologischen
Regressionsgrading bei EAC und demnach auch nicht zu diesem neuen Parameter gegeben;
dennoch passt der Befund zu den Ergebnissen von Studien, die das pratherapeutische, per
CT bestimmte GTV (gross tumor volume) als unabhangigen prognostischen Marker fur das
Overall Survival bei Osophaguskarzinomen diskutieren. 13114115 Dje CT-basierten Studien
zum Tumorvolumen hatten jedoch noch geringere Fallzahlen als die UKK2-Kohorte oder
beschéftigten sich nur mit ESCC. Auch das MTV (metabolic tumor volume) in 18F-FDG-PET-
CTs als prognostischer Faktor fiir das Uberleben wird weiterhin diskutiert. 11617 In Deutschland
sind PET-CTs in der Osophaguskarzinom-Diagnostik nicht so weit verbreitet und leicht
verfligbar wie in manchen englischsprachigen Landern wie den USA und GB. * Die Frage, ob
das metabolische Volumen des Tumors mit dem OS assoziiert ist, ist daher in Deutschland
von untergeordneter Bedeutung.

Die Bestimmung des pratherapeutischen Tumorvolumens in der histopathologischen
Begutachtung durch unseren Algorithmus konnte aufgrund der hohen ,Auflosung® (hier 202 x
202 Mikrometer) und sicherer Tumoridentifikation vermutlich trotz nicht 100% objektiv
verifizierbarer Regression genauer sein als die Schatzung mit dem normalen MDCT. Dieser
Parameter sollte in einer grol3en, prospektiven Studie evaluiert und dann ein geeigneter

Threshold fir das Volumen gefunden werden.

Die Limitation, dass der neue Parameter nur fur eine Kohorte mit NO, MO, RO und den Zustand
nach CROSS untersucht wurde, gilt hier ebenfalls.

Diese Einschlusskriterien erklaren auch die in unserer Studie beobachteten, im Gegensatz zu
den in der Literatur genannten 842, relativ langen Uberlebenszeiten. Auch eine gute operative
Versorgung, bedingt durch den Standort der Uniklinik Kéln als Osophagus-Zentrum, kénnte

dazu beigetragen haben. 8°

Zuletzt wurden jeweils 20 komplette Falle mit und 20 Félle ohne Kl-Unterstitzung (per
Randomisierungsskript ausgewahlt) und von drei Facharzten fir Pathologie hinsichtlich der
Regression gegradet, wovon einer ein Spezialist fir den GI-Trakt war. Dabei konnte die
durchschnittliche Bearbeitungszeit pro Fall von 6,1 Minuten auf 2,8 Minuten bzw. die Zeit pro
Schnitt von 46 Sekunden auf 21 Sekunden gesenkt werden, was mehr als einer Halbierung

des bendtigten Zeitaufwands entspricht. Das Interobserver-Agreement der einzelnen
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Pathologen untereinander stieg bei Nutzung des KlI-Tools ebenfalls auf 85-90% an, im
Vergleich zu 80-85% ohne Kl-Unterstiitzung. Bei Berechnung eines Konsensus-Scores der
drei Pathologen lag die Ubereinstimmung mit dem Regressionsgrading des Algorithmus bei
100%.

Obwohl die absolute Anzahl an Facharzten fir Pathologie nach Angaben der
Bundesarztekammer in Deutschland im Zeitraum von 2015 bis 2022 leicht gestiegen ist 119120,
war die Pathologendichte in Deutschland in einer Studie aus dem Jahr 2020 die zweitniedrigste
im europdischen Vergleich. 12 AuBerdem wurde in einer anonymen Umfrage an den
deutschen Universitatsinstituten fiir Pathologie von einer stetig steigenden Arbeitsbelastung
berichtet ! und auch international wird eine deutliche Zunahme der Arbeitsbelastung
gemessen. 1?2 Vor diesem Hintergrund ist die groRe Zeitersparnis beim Regressionsgrading
dank KIl-Assistenz ein wesentlicher Faktor, um das steigende Arbeitsvolumen weiterhin
bewaéltigen zu kdnnen. Die absolute durchschnittliche Zeitersparnis kénnte sogar noch hoher
als 3,3 Minuten pro Patienten sein, da im Versuch die maximale Schnittzahl pro Fall bei 29
lag, es jedoch noch groRere Osophagus-Resektate gibt. Auch ein in Osophagus-Histologie
sehr erfahrener Pathologe konnte mithilfe des Al-Tools effizienter arbeiten, woraus sich
schlieen lasst, dass auch viel praktische Tatigkeit das Assistenzsystem nicht redundant
macht.

Oft angemerkte Probleme beim RG waren zudem die hohe Inter- und Intraobserver-
Variabilitat.12>124 Die objektiven Messungen des DL-basierten Tools konnen die Interobserver-

Variabilitat senken und damit zur besseren Vergleichbarkeit beitragen.

Eine Limitation ergibt sich aus der Tatsache, dass die drei Pathologen vor dem Experiment
uber die haufige Uberschatzung des Tumoresiduums durch ihre Kollegen informiert worden
sind und dies ihre Entscheidung bei der Einschatzung des Regressionsumfangs beeinflusst
haben kdnnte. Auch muss darauf geachtet werden, dass die involvierten Patholog*innen die
Entscheidung der Kl mithilfe der Overlay-Maps kritisch hinterfragen und sich nicht darauf

verlassen.

4.2 Ausblick/ Zukunftsperspektive

Verbesserung der Modell-Metriken und der externen Generalisierbarkeit.

Im Allgemeinen geht man davon aus, dass grofRe und diverse Trainingsdatensets die
Generalisierbarkeit von DL-Modellen auf leicht andersartige (Test-)daten erhdhen kénnten. ¢
Unser Algorithmus wurde auf Grundlage von prézisen Annotationen von histopathologischen

Trainings-Schnitten eines einzelnen Instituts entwickelt und mithilfe von Data augmentation
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bzw. Stain normalization optimiert. Um die Genauigkeit und die Robustheit des Modells weiter
zu verbessern, konnte der Trainingsdatensatz mit Schnitten aus anderen Instituten mit
abweichenden Farbetechniken und Schichtdicken erweitert werden. In zusatzlichen
Versuchen, bei denen wir den Trainingsdaten unterschiedlich groRe Anteile der
multiinstitutionellen Testdaten hinzufligten und dann an einer anderen Testkohorte priften,
konnte in einigen Experimenten die Genauigkeit weiter erhdht werden (siehe Appendix des
Papers).

Dies kénnte durch Projekte wie BIGPICTURE, welches mit seinen Partnern plant, Uber 3
Millionen digitalisierte und annotierte WSI von hoher und kontrollierter Qualitat
datenschutzkonform zu sammeln, 2° vorangebracht werden. Die Initiative, getragen von
privaten und staatlichen Akteuren, hat es sich zudem explizit zum Ziel gesetzt, dariiber hinaus
auch eine Infrastruktur fur Al-gestitzte Modelle aufzubauen. %

Klinische Zulassung, Einsatz in der Routine-Diagnostik und Einfluss auf die Therapiewahl.
Der Einsatz einer Kl-Assistenz bei der Regressionsbestimmung sparte in unserem Versuch
viel Zeit. Da die Arbeitsbelastung in der Pathologie in den letzten Jahren stetig gestiegen
ist'?1122 ynd aufgrund der alternden Bevolkerung in den industrialisierten Landern von einer
weiteren Zunahme auszugehen ist, ware eine Verwendung von Kl-Software in der klinischen
Routine nach weiterer Validierung fir die Aufrechterhaltung der Versorgungslage
winschenswert.

Jedoch existieren daflir sehr hohe Anforderungen. Grundsatzlich muss Al-basierte Software,
welche fur den Einsatz im Gesundheitswesen intendiert ist, die Anforderungen erfiillen, die
nach der Medical Device Regulation (MDR) an Medizinprodukte gestellt werden. 1?6 Dabei ist
die Einhaltung zahlreicher Produkt- und Prozessnormen zu beachten. 126 Ein Medizinprodukt
bendtigt zudem eine CE-Kennzeichnung, welche nach positiver Konformitatsbewertung mit
den Vorschriften erhalten werden kann. '?® Fir Software in Medizinprodukten ergeben sich
weitere besondere Anforderungen; so existieren beispielsweise Regularien fir die
verschiedenen Kernprozesse des Softwarelebenszyklus wie die Entwicklung und die
Wartung.*?® Noch komplexer wird es, wenn die Software Al-Komponenten enthélt, da spezielle
gesetzliche Regeln u.a. fir den Konformitatsnachweis fehlen. 1% Zuletzt wurde von der EU-
Kommission ein Entwurf flr den Artificial Intelligence Act (AIA) vorgelegt, welcher den
Rechtsrahmen zukiinftig festlegen wird. 127128

In den USA ist die Food and Drug Administration (FDA) fir die Regulation von
Medizinprodukten zustandig. 2% Dort ist die Zulassung Kl-basierter Software im
medizinischen Bereich bereits weiter fortgeschritten (Stand Dezember 2023): So ist 2021 in
den USA mit Paige Prostate eine erste Al-basierte Software fir die histopathologische

Diagnostik zugelassen worden, welche dabei helfen soll, Prostatakarzinome in Biopsien zu
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erkennen. 2° Sollte die Hurde der klinischen Zulassung genommen werden, konnte ein RG-
Algorithmus, wie in unserem Experiment getestet, als Assistenztool mittels Overlay-Bildern in
den Routine-Workflow integriert werden.

Falls Studien im prospektiven Design eine gute Stratifizierung der Patienten in verschiedene
Risikogruppen auf Grundlage von Kl-basierten Parametern wie dem RG oder dem
pratherapeutischem Tumorvolumen bestéatigen, kdnnten weitere Untersuchungen zu neuen
Therapiealgorithmen, die eine aggressivere adjuvante Therapie der unglnstigen RG
beinhalten, durchgefiihrt werden. Letztlich hat ein objektives RG somit das Potenzial, die

Therapie im klinischen Alltag zu verandern.

Die langfristige Perspektive: ein ,pan-cancer” Mehrzweck-Modell.

Zudem konnte aufgrund der histologischen Gemeinsamkeiten der Organe innerhalb des
Gastrointestinaltrakts (GIT) die potenzielle Generalisierbarkeit des Algorithmus auf Magen-,
Kolon- und Rektum-Préparate getestet werden. In diesen Organen stellen Adenokarzinome
den groRten Anteil an malignen Neubildungen dar, * 13! was die Tumordetektion vereinfachen
konnte. Inwieweit die regressiven Veranderungen sich &hneln, sollte geprift werden. Wéhrend
die Tumorerkennung an allen Gl-Karzinomen getestet werden kann, ist eine Anwendung des
RG-Programms nur an den nach Leitlinie regelméafig neoadjuvant vortherapierten Karzinomen
moglich: Darunter fallen die Magenkarzinome %2 und die Rektumkarzinome des mittleren und
unteren Drittels. % Da das RG nach Becker & fir neoadjuvant vorbehandelte
Magenkarzinome bereits in der Leitlinie empfohlen wird, *3* wéare eine Ubertragbarkeit hier
besonders interessant. Die Leitlinie fur kolorektale Karzinome erwahnt lediglich das RG nach
Dworak. 134133

Wie Khened et al. zeigten, konnte ein einzelnes Tumordetektions-Framework an
grundverschiedenen Organen vielseitig anwendbar sein. 13° |hre DL-Modelle generalisierten
gut an  histologischen Datasets von Mammakarzinom-Lymphknotenmetastasen,
Kolonkarzinomen und hepatischen Neoplasien und Khened et al. gaben an, bei den
zugehorigen histopathologischen Challenges jeweils die Metriken der Top-5-Platzierungen zu
erreichen. ** Jedoch muss angemerkt werden, dass sie bisher nur das gleiche Framework fur
alle 3 Modelle verwendeten, die Modelle aber separat trainiert und fur die Challenges
verwendet wurden. Chen et. al. verfolgten einen ahnlichen Ansatz: Sie trainierten einen
Algorithmus an Leberschnitten vor und wandten ihn dann mit ergdnzendem Transfer Learning
an Bildern von kolorektalen Karzinomen und Mammakarzinomen an. 1*¢ Histopathologische,
fertig trainierte Modelle, die ohne weitere Anpassungen und Trainings verschiedene
Karzinomarten mit hoher Genauigkeit erkennen kdnnen, sind mir bisher nicht bekannt.
Auf3erdem konnte unser RG-Algorithmus zusammen mit anderen Algorithmen in ein

multifunktionales Kl-Modell fur Osophaguspraparate integriert werden. Denkbar waren
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beispielsweise das Zusammenschlielen mit Modellen fir die Bestimmung der
Tumorinfiltrationstiefe, fur das Grading oder fur die Pradiktion genomischer Mutationen,
sodass nach Anwendung eines einzigen DL-Programms die wichtigsten Daten durch das
Assistenzprogramm ausgegeben werden und anschlieend vom Pathologen verifiziert werden
kénnten. Dies durfte nicht in naher Zukunft geschehen, kénnte aber aufgrund der rapiden

Entwicklungen im Bereich der Kl ein realistisches Ziel sein.
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6. Anhang

6.1 Tabellenverzeichnis

Tabelle 1: **
Vergleich gangiger Klassifikationen zur Einteilung des Regressionsumfangs

verwendet mit ausdrticklicher Erlaubnis von Herrn Prof. Dr. Alexander Quaas (Urheber)
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